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RESUMO 
 
 
A procura de maior objetividade nas estimativas das áreas agrícolas por meio de técnicas de 
sensoriamento remoto vem ganhando importância mundial, onde se busca obter resultados 
com maior antecedência, maior precisão e menor custo quando comparados aos resultados 
gerados pelas técnicas subjetivas tradicionalmente utilizadas. Considerando a importância 
da determinação da superfície cultivada em um sistema de previsão de safras, torna-se 
fundamental a obtenção desse levantamento de uma forma cada vez mais objetiva e 
confiável. Analisando as áreas agrícolas em contexto amplo (nos níveis municipal ou 
estadual) e considerando a abrangência dos dados orbitais, a extração dos limites dos 
talhões por algoritmos segmentadores representa um passo essencial no processo de 
avaliação de áreas agrícolas e classificação do uso/cobertura do solo. Partindo da hipótese 
de que a técnica de classificação de imagens por regiões, associada aos dados oriundos de 
sensoriamento remoto, é um meio eficaz para estimar área plantada, a presente pesquisa 
tem como objetivo geral o desenvolvimento um sistema quantitativo para avaliação dos 
resultados gerados no processo de segmentação de imagens digitais. Tal sistema de 
avaliação baseia-se em medidas de discrepância, em relação a um dado de referência, dos 
seguintes parâmetros: número de polígonos; comprimento total de linhas; variância das 
áreas dos polígonos; centro de massa mais próximo e faixa de coincidência. A 
metodologia aqui apresentada define também critérios para a escolha dos limiares 
(similaridade e área) para o algoritmo de segmentação por crescimento de regiões, bem 
como a análise do comportamento desses limiares sobre o produto da segmentação. A área 
de estudo na presente pesquisa corresponde aos municípios de Ipuã, Guará e São Joaquim 
da Barra localizados no norte do Estado de São Paulo, os quais representam 
significativamente as condições gerais da agricultura do Estado. A partir dos resultados 
obtidos, verificou-se que o sistema quantitativo proposto mostrou-se competente no 
processo de avaliação dos resultados gerados pelo algoritmo segmentador. O par de limares 
16/24 (similaridade / área) forneceu a melhor segmentação para a área de estudo com base 
nos dados de referência obtidos no levantamento de campo. Porém, ao adotar a 
interpretação visual pelo operador como dado de referência para a avaliação da 
segmentação, os pares de limiares 16/44 e 16/45 proporcionaram as melhores 
segmentações. 
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ABSTRACT 
 
 
Remote sensing techniques are been increasingly used for obtaining more rapid, accurate 
and cheap  agricultural statistics comparing with the current subjective used methodologies. 
One important aspect of these methodologies is the estimation of the crop areas that must 
be made in an objective way. Orbital data may allow approaches in the municipality or in 
the county levels, so that the use of segmentation algorithms for extracting the crop plots 
limits is an essential step in the process of agricultural land use classification. Thus, the 
main objective of the present research is the development of a quantitative method for 
evaluating results of orbital imagery segmentation. Such an evaluation system is based on 
discrepancy measures of following reference parameters: number of polygons; total line 
lengths; polygon areas variance; closer mass center and certain overlaying region. Proposed 
methodology also defines criteria for selecting thresholds (area and similarity) for the used 
segmentation algorithm that was a region growth one. The study area corresponded to Ipuã, 
Guará and São Joaquim da Barra municipalities in the north of São Paulo State, Brazil, 
representing significantly the agricultural conditions of  this State. From the obtained 
results it was verified that the proposed quantitative methodology was suitable and 
competent for defining the segmentation thresholds. The area/similarity thresholds pair 
16/24 provided the best segmentation results for the study area when considering reference 
data obtained with field data. But, when reference data were obtained by the user through 
manual interpretation, the thresholds that produced the best segmentation results were 
16/44 and 16/45. 
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CAPÍTULO 1

INTRODUÇÃO

A obtenção de informações precisas, em tempo hábil e com baixo custo sobre a

extensão e o rendimento das culturas agrícolas é de grande importância para a economia

de um país (Chen, 1990). A superfície cultivada e a produção média da cultura são as

variáveis envolvidas no cálculo das previsões de safras (Ippoliti-Ramilo, 1998), e o

conhecimento destes dados é um objetivo das autoridades governamentais do Brasil

ligadas ao setor. Atualmente, as previsões de safras de abrangência nacional estão sob a

responsabilidade do Instituto Brasileiro de Geografia e Estatística (IBGE). O IBGE

obtém as informações municipais por meio de levantamentos subjetivos, com base em

declarações de agentes técnicos e econômicos relacionados ao setor agrícola. Os dados

coletados neste procedimento não permitem uma análise quantitativa dos erros e

incertezas envolvidos (Ippoliti-Ramilo et al., 1999).

A disponibilidade de informações confiáveis sobre os tipos de culturas instaladas,

expectativa de produtividade, área plantada e distribuição espacial dentro de uma

determinada região, são informações fundamentais para a tomada de decisões quanto ao

planejamento e à liberação de financiamento pelos setores públicos e privados

envolvidos na agricultura. Várias decisões sobre importações ou exportações,

manutenção de estoques reguladores e estratégias para os diversos insumos são

estabelecidas com base nas estatísticas agrícolas.

A estimativa de áreas permite um reescalonamento no plantio das culturas, para que não

haja superprodução de alguns produtos e escassez de outros, contribuindo diretamente

para o abastecimento do mercado interno e externo (Moura, 2000).

A procura de maior objetividade nas estimativas das áreas agrícolas por meio de

técnicas de sensoriamento remoto tem ganhado importância mundial. Busca-se obter,

com a aplicação destas técnicas, resultados com maior antecedência, maior precisão e

menor custo quando comparados aos resultados gerados pelas técnicas subjetivas

tradicionalmente utilizadas.
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O governo brasileiro tem feito um esforço para definir um mecanismo alternativo que

venha apoiar o atual sistema de levantamento agrícola. O IBGE aplica no Estado do

Paraná o método denominado Sistema Amostral de Levantamento Agrícola (PREVS),

que utiliza dados de sensoriamento remoto para o levantamento da área plantada por

cultura em todo o Estado (Epiphanio et al., 2001).

Devido à grande dinâmica das regiões agrícolas, o sensoriamento remoto apresenta-se

como uma ferramenta de grande importância para minimizar as falhas no fornecimento

de informações atualizadas destas áreas, bem como para fornecer o suporte necessário

para as entidades oficiais responsáveis pela previsão de safras regionais, municipais e

nacionais.

Em um sistema de previsão de safras a determinação da superfície cultivada deve ser a

mais objetiva e confiável possível. Ao integrar o sensoriamento remoto em um sistema

de previsão de safras, a extração dos limites das lavouras representa um passo essencial.

Devido à alta dimensionalidade dos dados de sensoriamento remoto e ao grande número

de talhões, torna-se inviável a determinação manual dos limites agrícolas presentes em

uma imagem orbital. Porém, técnicas de processamento de imagens, como segmentação

e classificação, possibilitam a extração dos limites e a quantificação de área plantada

por cultura em tempo hábil (Barros et al., 2001).

A segmentação de imagens é uma operação de processamento digital de imagens que

pode ser aplicada como uma técnica de pré-classificação (Cross et al., 1988). De acordo

com Nascimento (1997), a segmentação de imagens como pré-classificador incorpora

informações espaciais, contextuais (relação entre os pixels e seus vizinhos) e

informações espectrais usualmente utilizadas pelos classificadores pixel a pixel.

Para obter uma boa classificação baseada em regiões, é imprescindível uma

segmentação eficiente dos alvos de interesse. Porém, Zhang (1996) destaca que apesar

de a literatura apresentar inúmeras técnicas de segmentação, poucos são os métodos de

avaliação desenvolvidos para julgar a qualidade da segmentação e o desempenho dos

algoritmos segmentadores.
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Este trabalho parte da premissa de que as técnicas de classificação de imagens por

regiões, associadas aos dados oriundos de sensoriamento remoto, são um meio

importante para estimar área plantada. A fim de buscar obter uma segmentação precisa

de todos os alvos presentes na cena, a presente pesquisa tem como objetivo geral o

desenvolvimento de um sistema quantitativo e objetivo para avaliação dos resultados

gerados pelo processo de segmentação de imagens digitais da superfície terrestre. A

hipótese básica é de que há um conjunto ótimo de variáveis definidoras do segmentador

para a determinação do melhor resultado do processo de segmentação, de acordo com a

região e o objeto de interesse.

Os objetivos específicos do presente trabalho incluem: a) avaliar a influência dos

limiares (similaridade e área) do algoritmo de segmentação por crescimento de regiões

sobre o produto da segmentação; b) determinar a melhor maneira de obter dados de

referência (demarcação em campo ou interpretação visual dos limites de interesse na

imagem) que permitam a avaliação quantitativa das segmentações testadas; c) propor

parâmetros para avaliação quantitativa de segmentações; d) propor um índice geral de

avaliação da qualidade de segmentações; e) propor e avaliar um método para a definição

dos limiares de um segmentador específico, a serem analisados pelo índice

desenvolvido.
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CAPÍTULO 2

FUNDAMENTAÇÃO TEÓRICA

2.1- ESTIMATIVA DE ÁREAS AGRÍCOLAS

Um sistema de previsão de safras eficiente é uma necessidade para qualquer país cuja

economia depende de fatores agrícolas, como importações ou exportações (FAO, 1996).

No caso específico do Brasil, as previsões de safras são justificadas pela necessidade de

informações sobre o abastecimento interno; para o traçado de políticas governamentais

relacionadas a produtos fundamentais para a economia; para a avaliação de prejuízos

decorrentes de pragas, geadas, inundações e outros fenômenos naturais; e também como

o fornecimento de dados necessários para o planejamento do consumo do País.

A estimativa de áreas permite um reescalonamento no plantio das culturas, para que não

haja superprodução de alguns produtos e escassez de outros. Também contribui para a

regularização do abastecimento do mercado interno e externo (Moura, 2000).

A Constituição da República Federativa do Brasil de 1988 estabelece que compete à

União organizar e manter os serviços oficiais de estatísticas, geografia, geologia e

cartografia de âmbito nacional. Em particular, isso se aplica às estatísticas agrícolas,

cuja competência cabe ao Instituto Brasileiro de Geografia e Estatística (IBGE), que se

torna o responsável pela realização e estabelecimento da orientação oficial do assunto.

Entretanto, outras instituições como o Instituto de Economia Agrícola do Estado de São

Paulo (IEA), Fundação Getúlio Vargas (FGV), cooperativas de produtores e

departamentos de universidades têm obtido estatísticas agrícolas às vezes em

colaboração e, eventualmente, até mesmo oficializadas pelo IBGE (Pino, 1999).

Os sistemas de previsão de safras baseiam-se no produto da área ocupada pela cultura

versus seu rendimento médio (Ippoliti-Ramilo, 1998). Segundo a “Food and

Agriculture Organization” (FAO, 1996), os valores de cada uma dessas variáveis

podem ser derivados de dois mecanismos, que são os censos agropecuários e os

levantamentos baseados em amostragens da população agrícola.
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Os censos agropecuários baseiam-se em informações levantadas em campo de cada

unidade da população, o que torna difícil e onerosa esta pesquisa em termos práticos,

para a obtenção dos dados anuais em grandes populações. Como exemplo de um censo

agrícola, Pino (1997) relata que o Estado de São Paulo realizou o Levantamento

Censitário de Unidades de Produção Agrícola (LUPA) referente ao período de

1995/1996, em que contou com a parceria do Instituto de Economia Agrícola (IEA), da

Coordenadoria de Assistência Técnica Integral (CATI) e da Secretaria de Agricultura e

Abastecimento (SAA) do Estado de São Paulo.

Por outro lado, os levantamentos baseados em amostragem da população agrícola fazem

estimativa da área e da produtividade para as culturas de interesse. Esses levantamentos

dividem-se em subjetivos e probabilísticos.

Os levantamentos subjetivos baseiam-se em declarações de pessoas ligadas ao meio

agrícola da região em questão, tais como agentes rurais, bancos de crédito agrícola,

fornecedores de insumos e equipamentos agrícolas (IBGE, 1989; Epiphanio et al.,

2001). Os dados municipais são agrupados em regionais e posteriormente generalizados

para os níveis estadual e nacional. Uma vantagem deste método é que os dados são

obtidos próximos à realidade, ou seja, os agentes coletam informações próximas do

meio que gera a produção agrícola. Por outro lado, a desvantagem deste procedimento é

que não permite a realização de avaliações estatísticas ou de estimativas da precisão dos

resultados (Collares et al., 1993). Tem-se como exemplo de um levantamento subjetivo

o Levantamento Sistemático de Produção Agropecuária (LSPA), realizado pelo IBGE e

atualmente utilizado pelo Brasil para estimativa das áreas de culturas agrícolas

(Epiphanio et al., 2001).

Os levantamentos por amostragem probabilística permitem o cálculo da precisão

estatística das estimativas e baseiam-se em especificações que possibilitam a definição

do modelo de probabilidade no qual se encontra baseada a estimativa das variáveis para

o total da produção (Ippoliti-Ramilo, 1998). Segundo a FAO (1996), essas

especificações incluem o conhecimento do processo de seleção das amostras, do
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conjunto de unidades a serem amostradas, do estimador a ser usado para cada variável e

da variância desses estimadores.

Maiores informações sobre as metodologias utilizadas para a estimativa de áreas

agrícolas e estimadores aplicados poderão ser encontradas nos trabalhos de González-

Alonso et al. (1997), Ippoliti-Ramilo (1998) e Moura (2000).

2.2- ESTIMATIVAS DE ÁREAS CULTIVADAS NO BRASIL

Desde 1972, o IBGE realiza um levantamento mensal de previsão e acompanhamento

das safras agrícolas no ano civil, através do LSPA, que fornece estimativas de área,

produção e rendimento das fases de pré-plantio à colheita (Ippoliti-Ramilo, 1998).

O IBGE tem efetuado um levantamento sistemático da produção agrícola, com dados

municipais obtidos de forma subjetiva, e um censo agropecuário com periodicidade, ora

decenal ora quinquenal, com informações sobre os estabelecimentos rurais. Em alguns

Estados, em cooperação com órgãos estaduais, ocorre um levantamento por amostragem

de áreas (ou segmentos), tendo como sistema referencial imagens de satélites (Pino,

1999). Embora o censo de população tenha constado dos Recenseamentos Gerais de

1872, 1890 e 1900, foi somente em 1920 que se abrangeu a agricultura, o que voltou a

acontecer em 1940, 1950, 1960 e 1970. O Censo Agropecuário foi realizado também em

1975, 1980, 1985 e 1996.

2.2.1- Levantamento Agrícola para o Estado de São Paulo

Os levantamentos estatísticos e a geração de informações agrícolas de caráter estatístico

no Estado de São Paulo têm sido objeto de trabalho da SAA desde a década de 40 (Pino,

1999). Esses levantamentos, atualmente elaborados pelo Instituto de Economia Agrícola

(IEA) e pela CATI, são realizados nos meses de setembro, novembro, fevereiro, abril e

junho, com base nas informações obtidas através dos questionários respondidos pelos

engenheiros agrônomos (questões sobre a produção global de cada município) e por

agricultores em relação à produção (Ippoliti-Ramilo, 1998).
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2.3- SENSORIAMENTO REMOTO DA AGRICULTURA

A ciência do sensoriamento remoto consiste na interpretação das medidas da energia

eletromagnética refletida ou emitida pela superfície de um objeto distante (Mather,

1999). Pode-se definir também o sensoriamento remoto como sendo a utilização

conjunta de modernos sensores, equipamentos para processamento de dados,

equipamentos de transmissão de dados, aeronaves, espaçonaves, etc., com o objetivo de

estudar o ambiente terrestre pelo registro e análise das interações entre a radiação

eletromagnética e as substâncias componentes do planeta Terra em suas mais diversas

manifestações (Novo, 1992).

Do ponto de vista técnico-científico, as imagens de sensoriamento remoto têm servido

de fontes de dados para estudos e levantamentos geológicos, ambientais, agrícolas,

cartográficos, florestais, urbanos, oceanográficos, entre outros, tornando-se assim uma

forma viável de monitoramento ambiental em escalas locais e globais, devido à rapidez,

eficiência, periodicidade e visão sinóptica que as caracterizam (Crósta, 1992).

As técnicas de sensoriamento remoto vêm ganhando importância nos levantamentos

objetivos utilizados na avaliação das safras. Têm sido apontadas como ferramentas

eficazes para a obtenção de resultados com maiores índices de precisão, em menor

tempo e custo, do que com o uso exclusivo das técnicas tradicionais, como atestam os

trabalhos de Hill e Mégier (1988), Boissezon e Sharman (1993) e González-Alonso et

al. (1997).

Terres et al. (1995) afirmaram que o sensoriamento remoto por satélites oferece dados

objetivos e homogêneos, que podem ser geográfica e temporalmente registrados, e que

se constituem em uma ferramenta eficiente para o fornecimento de informação de alta

qualidade sobre a agricultura em grandes áreas.

Com o objetivo de demonstrar a viabilidade do uso de dados de sensoriamento remoto

para a agricultura, importantes projetos, como o LACIE (Large Area Crop Inventory

Experiment) e o CASS (Estratificação e Amostragem Auxiliada por Computador)

aplicados nos Estados Unidos, e o MARS (Monitoramento Agrícola por Sensoriamento
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Remoto) desenvolvido pela Comunidade Européia, foram realizados voltados à

identificação de culturas e estimação de área plantada (Luiz, 2002a). No Brasil tem-se o

Sistema Amostral de Levantamento Agrícola (PREVS) realizado pelo IBGE e descrito

por Epiphanio et al. (2001). Este sistema consiste na estratificação de um Estado

segundo o padrão de uso e na definição de um número de segmentos a serem visitados

em campo. Os produtos de sensoriamento remoto são utilizados nas fases de

estratificação e de levantamento dos segmentos no campo.

O conhecimento do comportamento espectral de alvos é fundamental na extração de

informações de imagens, definição de novos sensores, tipo de processamento a que

devem ser submetidos os dados brutos ou mesmo na definição da forma de aquisição

dos dados, como geometria de coleta, freqüência, altura do imageamento, resolução-

limite, etc. (Novo, 1992).

Segundo Slater (1980), as medidas de radiância de um alvo feitas para condições

conhecidas definem o seu comportamento espectral, onde cada medida corresponde ao

valor médio para diferentes intervalos de comprimento de onda.

Em termos de sensoriamento remoto agrícola, determinadas fases das culturas são

caracterizadas por lentas mudanças espectrais e, conseqüentemente, suaves alterações

de reflectância. Por outro lado, existem fases no processo agrícola que alteram

rapidamente o comportamento espectral, como o aparecimento e desaparecimento da

cultura numa dada área devido aos processos de colheita (Ippoliti-Ramilo, 1998).

Maiores detalhes sobre o comportamento espectral da vegetação, do solo, respectivas

curvas de reflectância, regiões espectrais de maior interesse para fins de sensoriamento

remoto e fatores que interferem na resposta espectral de um pixel podem ser obtidos em

Gates (1965), Formaggio e Epiphanio (1990), Epiphanio et al. (1992), Epiphanio et al.

(1994), Ponzoni e Disperati (1995), Formaggio et al. (1996), Sousa (1997) e Bernardes

(1996).
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2.4- PRÉ-PROCESSAMENTO DE IMAGENS

A utilização de técnicas de pré-processamento constitui uma das etapas mais

importantes no processamento digital, com a finalidade de corrigir as imagens brutas

quanto a distorções radiométricas e geométricas. É conveniente que ruídos ou outras

imperfeições intrínsecas às cenas sejam removidas ou atenuadas antes da aplicação de

técnicas de realce. Muitas vezes, as imperfeições são inerentes e dependentes do sistema

sensor utilizado para gerar a imagem digital. Isto faz com que algoritmos específicos

para remoção ou redução de ruídos sejam desenvolvidos, dependendo do tipo de ruído

presente. Embora alguns tipos de distorções sejam corrigidos na estação de recepção de

imagens, há ainda necessidade de realizar algumas correções antes da fase de

processamento de imagens propriamente dita (Fonseca, 2002a).

2.4.1- Correção Geométrica

Imagens geradas por sensores remotos, sejam elas fotografias aérea ou imagens de

satélite, são sujeitas a uma série de distorções espaciais. Portanto, não possuem precisão

cartográfica quanto ao posicionamento dos objetos, superfícies ou fenômenos nelas

representados (Crósta, 1992).

As principais fontes de distorções geométricas que ocorrem em imagens de sensores

remotos orbitais são os erros instrumentais, rotação e curvatura da terra, taxa de

varredura finita de alguns sensores, instabilidade na plataforma (altitude e velocidade) e

distorções panorâmicas referentes à geometria de aquisição (Mather, 1999). Esses erros

são agrupados em erros internos, causados por distorções inerentes ao sensor, e erros

externos, condicionados aos efeitos da plataforma e das condições de imageamento.

Para que a precisão cartográfica seja introduzida em imagens de sensoriamento remoto,

faz-se necessário que as imagens digitais sejam corrigidas segundo algum sistema de

coordenadas. A correção geométrica é a transformação de uma imagem para que ela

tenha uma correlação de posicionamento entre os pontos da imagem e do mapa,

adquirindo assim as propriedades de escala e de projeção de um mapa (Mather, 1999).
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Crósta (1992) e Mather (1999) afirmam que o procedimento de correção geométrica

envolve diretamente três etapas: a) Determinação da relação entre o sistema de

coordenadas geográficas de um mapa e a imagem; b) Estabelecimento de um conjunto

de pontos de controle para definir a posição dos pixels de uma imagem corrigida, sendo

que este conjunto de pontos define uma grade com as propriedades cartográficas do

mapa; c) Cálculo dos valores de intensidade dos pixels na imagem corrigida, por

interpolação das intensidades dos pixels da imagem original.

Segundo Crósta (1992), a relação entre dois sistemas de coordenadas (mapa e imagem)

pode ser calculada pelo modelo de geometria digital ou pela definição de pontos de

controle no terreno. A transformação relativa ao modelo de geometria orbital baseia-se

no conhecimento das características da órbita do satélite, da rotação da Terra e no fator

de amostragem do sensor. A precisão dessa técnica é baixa, e o erro médio estimado é

da ordem de 2%. Já a transformação baseada em pontos de controle fornece uma maior

precisão, que está diretamente ligada ao procedimento de identificação dos pontos.

Crósta (1992) retrata também que a primeira condição para aplicar a transformação

baseada em pontos de controle é a existência de uma mapa planimétrico ou plani-

altimétrico confiável e em uma escala adequada para a área de estudo, visto que os

pontos de controle (PC) terão que ser precisamente identificados tanto na imagem como

no mapa. Uma alternativa ao uso de mapas é o levantamento preciso no terreno da

posição geográfica de alguns pontos visíveis na imagem, por meio do Global

Positioning System (GPS).

Richards (1993) afirma que há uma relação diretamente proporcional entre o grau do

polinômio utilizado para modelar a transformação de coordenadas e o número de pontos

de controle. Quanto maior o grau do polinômio, maior será o número de pontos de

controle a serem coletados.

Após a definição do modelo de correção geométrica, o próximo passo é uma

reamostragem por interpolação para a definição dos novos valores dos números digitais

da imagem corrigida. Entre os métodos de interpolação mais comuns, pode-se citar os

interpoladores por vizinho mais próximo, bilinear e convolução cúbica. Segundo Crósta



32

(1992) e Mather (1999), e o método do vizinho mais próximo tem a vantagem de ser um

método simples, de processamento rápido e que preserva o número digital original da

imagem.

2.4.2- Registro

O registro espacial de múltiplas datas ou imagens de múltiplos sensores é requerido em

muitas aplicações em sensoriamento remoto, como construção de mosaicos de imagens,

geração de estéreo-pares, orto-retificação e análise multitemporal (Schowengerdt,

1997).

Para a análise multitemporal de imagens predominantemente agrícolas, bem como para

a integração de uma imagem à base de dados existente num Sistema de Informações

Geográficas (SIG), é necessário o registro das imagens para garantir a justaposição dos

pixels das diferentes datas (ou imagens de diferentes sensores) para a mesma área do

terreno. O registro entre imagens pode ser efetuado de modo automático, pela análise de

similaridade ou dissimilaridade entre duas imagens, ou de modo manual pela

identificação de pontos coincidentes entre as imagens.

O registro de uma imagem compreende uma transformação geométrica que relaciona as

coordenadas de imagem (linha, coluna) com as coordenadas de um sistema de

referência. Como qualquer projeção cartográfica guarda um vínculo bem definido com

um sistema de coordenadas geográficas, pode-se dizer então que o registro estabelece

uma relação entre coordenadas de imagem e coordenadas geográficas (INPE, 2002a).

D’Alge (2002) e INPE (2002a) referem-se à importância da distinção entre registro e

correção geométrica. O processo de correção geométrica de imagens elimina as

distorções geométricas sistemáticas introduzidas na etapa de formação das imagens,

enquanto o registro apenas usa transformações geométricas simples (usualmente

transformações polinomiais de 1o e 2o graus) para estabelecer um mapeamento entre

coordenadas de imagem e coordenadas geográficas.
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2.5- REALCE DE IMAGENS

A interpretação de imagens é, muitas vezes, dificultada pelas degradações inseridas nos

processos de geração e visualização da imagem. As técnicas de realce visam melhorar a

qualidade visual destas imagens e enfatizar alguma característica de interesse para uma

aplicação específica.

Na literatura, dois tipos de transformações de nível de cinza são descritos: contraste (o

novo valor do pixel depende somente do seu valor original) e filtragem (o novo valor do

pixel depende também dos valores dos pixels vizinhos).

2.5.1- Contraste

A manipulação do contraste de uma imagem tem como objetivo melhorar a sua

qualidade visual sob critérios subjetivos ao olho humano (Fonseca, 2002b). Esse

processo não aumenta a quantidade de informação contida na imagem, mas torna mais

fácil a sua percepção. O aumento do contraste, ou  expansão do histograma da imagem,

apresenta a mesma informação contida na imagem bruta de uma forma mais nítida para

o intérprete. Porém, deve-se ter bem definidos os motivos para a aplicação do aumento

do contraste, pois este processamento poderá afetar o resultado de operações

subseqüentes (Crósta, 1992).

A relação entre o histograma da imagem original e a imagem resultante é a função de

transferência de contraste (Crósta, 1992). Esta função é uma operação pontual, que não

leva em consideração as intensidades dos pixels ao redor do pixel em estudo. Entre as

funções mais comuns há os seguintes aumentos de contraste: a) linear; b) negativo; c)

raiz quadrada; d) quadrado; e e) logaritmo. As letras a e b são contrastes efetuados por

funções lineares, e os demais por funções não-lineares.

2.6- SEGMENTAÇÃO DE IMAGENS

Segmentação de imagem é um importante processo em análise de imagens de

sensoriamento remoto (Bins et al., 1996). Woodcock et al. (1994), Zhang (1997),

Borsotti et al. (1998) e Xu et al. (1998) e afirmam que o processo de segmentação
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consiste em subdividir uma imagem em regiões homogêneas, considerando algumas de

suas características intrínsecas, como, por exemplo, o nível de cinza dos pixels e a

textura, que melhor representam os objetos presentes na cena.

Segundo Haralick e Shapiro (1984), as bordas das regiões devem ser simples, não

rugosas e ter distribuição espacialmente coerente com a superfície em estudo. É

essencial o número reduzido de segmentos menores no interior das regiões, e os

segmentos adjacentes precisam ter valores significativamente distintos quanto às

características nas quais eles são uniformes.

Woodcock e Harward (1992) definem que o objetivo da segmentação em sensoriamento

remoto é delimitar regiões na imagem correspondentes aos objetos presentes na

superfície terrestre.

Entre os atributos analisados pelo segmentador, pode-se citar os dados de área, média,

variância, perímetro, excentricidade e linearidade de bordas. Gonzalez e Wintz (1987)

afirmam que, em geral, o critério de definição da segmentação é feito em função dos

níveis de cinza da imagem, baseando-se em duas características intrínsecas:

descontinuidade (na mudança do nível de cinza) e similaridade (agregação de pixels em

função da semelhança do nível de cinza dos vizinhos).

O INPE (2002b) propõe o uso de segmentação de imagem anterior à fase de

classificação, pois as informações de borda definem regiões adjacentes e as estatísticas

para a classificação são obtidas a partir do conjunto de pixels de cada região. As

propriedades espectrais e espaciais das mesmas são utilizadas para agrupamento dos

dados homogêneos. Desta forma, a limitação da análise pontual baseada unicamente em

atributos espectrais durante o processo de classificação está superada.

2.6.1- Algoritmo Crescimento de Regiões

Zucker (1976) e Schoenmakers et al. (1991) descreveram o método de segmentação por

crescimento de regiões como uma divisão do conjunto de amostras da imagem (X) em
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regiões homogêneas R1, R2...Rn, sendo P o predicado lógico que mede a homogeneidade

de uma região e atende às seguintes condições:

a) regiões digitalmente conectadas, isto é, as regiões devem ser compostas por uma

seqüência de pontos contíguos;

b) U
n

i

XRi
1=

= , onde X é a imagem inteira e Ri é a iéssima região;

c) I φ=RjRi , para todo i ≠ j;

d) P(Ri) = Verdade para i = 1,2 ... n;

e) P(Ri  U Rj) = Falsa para i ≠ j, onde Ri e Rj são adjacentes (regiões conectadas por

algum ponto).

A segunda condição indica que a segmentação deve ser completa, e que os pontos de

cada região estejam conectados. A terceira condição garante que todas as regiões são

distintas e perfeitamente separadas, e a quarta condição especifica que as propriedades

dos atributos devem ser satisfeitas pelos pixels na região segmentada. A quinta condição

retrata que as regiões Ri e Rj possuem atributos diferentes.

Zucker (1976) mostrou que essas propriedades descrevem aspectos importantes dos

algoritmos de segmentação mas não conduzem a um único algoritmo para executar o

processo de fragmentação de uma imagem. Muitos algoritmos de segmentação

incorporaram estas condições, mas Schoenmakers et al. (1991) propuseram algumas

mudanças nessas condições para adaptar os algoritmos com heurísticas apropriadas a

cada aplicação, dadas as necessidade do usuário final.

A técnica de crescimento de regiões é um processo de iteratividade pelo qual são

fundidas regiões a partir de pixels individuais até que todos os pixels sejam processados

(Nascimento, 1997). Os passos a seguir, definidos por Bins et al. (1996), descrevem os

procedimentos da segmentação baseada na técnica de crescimento de regiões:
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1) Inicialmente cada célula corresponde a um pixel da imagem;

2) Cada célula padrão é comparada com suas células vizinhas para determinar se

elas são semelhantes, usando uma medida de similaridade. Duas células vizinhas

são agrupadas se o critério de similaridade for satisfeito. Neste caso ocorre a

formação de uma célula maior com as propriedades calculadas a partir das duas

células vizinhas agrupadas;

3) A célula continua sendo agrupada com suas vizinhas enquanto o critério de

similaridade for satisfeito;

4) O algoritmo termina quando não houver nenhum par de células vizinhas que

satisfaça o critério de similaridade.

A desvantagem deste esquema tradicional é que as iterações dependem da ordem das

uniões, ou seja, o crescimento da segunda região vai iniciar somente depois de ter

completado o crescimento da primeira região. Logo, esta dependência poderá fornecer

diferentes resultados conforme a região inicial escolhida no processo de segmentação.

O algoritmo implementado no software SPRING, e utilizado neste trabalho, é baseado

na tradicional técnica de crescimento de regiões com algumas modificações que

reduzem  o problema da dependência na ordem da união (Bins et al., 1996). A cada

repetição, é definido um jogo de subimagens, e o par mais semelhante de regiões

espacialmente adjacentes são fundidas em cada subimagem.

Bins et al. (1996) definiram o algoritmo da seguinte forma:

a) no princípio do processo de segmentação, uma lista de regiões {Ri, i = 1, 2,...n}

é criada (n é o número de pixels na imagem). Inicialmente, cada região é

composta por somente um pixel denominado “semente”. Para cada região Ri o

seu vetor média e o das regiões vizinhas são armazenados;

b) para cada região Ri são examinadas suas regiões vizinhas de N(Ri) e:
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• a região vizinha mais semelhante Rk ∈ N(Ri) é escolhida. Se D(Ri,Rk) < T(t),

então Rk é nomeado “o melhor vizinho” de Ri;

• se o melhor vizinho de Rk for Ri, então são fundidas ambas as regiões;

c) constantemente uma região é agregada a outra até o momento em que esvazie a

lista de regiões;

d) o valor médio da região é atualizada toda vez que uma célula é agregada;

e) no último passo, regiões pequenas são fundidas com regiões maiores adjacentes,

conforme o valor do limiar de área definido pelo usuário.

Conforme a descrição anterior, ℜ representa o conjunto de regiões da imagem e R ∈ ℜ

é um elemento deste conjunto. T(t) descreve o valor do limiar abaixo do qual duas

regiões são consideradas similares no instante t, e Mi é o vetor de valor médio da região

Ri.  D(Ri,Rk) = ||Mi-Mk|| é a distância Euclidiana entre os valores médios espectrais das

regiões Ri e Rk, e N(R) é o conjunto de regiões vizinhas de R (não incluindo o próprio

R). A região Rk é a região vizinha mais semelhante de Ri se D(Ri,Rk) ≤ D(Ri,Rl) para

todo Rl ∈ N(Ri). Na implementação deste algoritmo no software SPRING, T(t) = αt,

onde t corresponde ao número de análises que o algoritmo efetuará até atingir o valor do

limiar estipulado e α > 1. Esta especificação impõe que somente regiões muito similares

são fundidas primeiro.

As etapas do processo de segmentação utilizando o algoritmo crescimento de regiões

implementado no SPRING são:

1) seleção das bandas espectrais a serem utilizadas no processo de segmentação. O

número de bandas é definido pelo usuário, pois o algoritmo segmenta uma ou

mais bandas ao mesmo tempo.  Um condicionante para a utilização de mais de

uma banda é  que todas tenham a mesma resolução;

2) seleção dos limiares de similaridade e área, que definem o resultado esperado da

segmentação. O limiar de similaridade define se duas regiões são similares
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quando o valor da distância Euclidiana mínima entre as médias das regiões é

inferior ao limiar estipulado. Já o limiar de área representa a área mínima, em

pixels, para que uma região seja individualizada. Regiões menores que o limiar

estipulado são absorvidas por outras regiões que possuem média espectral mais

próxima.

Maiores informações sobre o algoritmo de segmentação crescimento de regiões podem

ser obtidas nos trabalhos de Bins et al. (1996), Nascimento (1997) e INPE (2002b).

2.6.1.1- Definição dos Limiares de Similaridade e Área

A definição do limiar de similaridade é considerada uma etapa fundamental no processo

de segmentação, devido à sua influência direta na precisão do produto final. A

delimitação do tamanho da área é outra importante etapa no processo de segmentação,

onde se considera o tamanho mínimo das regiões que serão individualizadas pelo

algoritmo. Para o caso de imagens agrícolas, as regiões são representadas pelos talhões.

Os valores de limiares permitem ao usuário controlar o resultado da segmentação de um

forma interativa, dependendo de seu objetivo e região em estudo. Nascimento (1997)

salienta que não há um valor de limiar ideal, pois depende do tipo da imagem, do uso do

solo, do período em que o dado foi adquirido e dos objetivos da pesquisa. Geralmente, a

definição dos limiares é alcançada após vários testes entre as combinações possíveis no

algoritmo. Esses testes prosseguem até o momento em que o resultado da segmentação

seja satisfatório para um determinado objetivo. Os critérios de aceitação e rejeição dos

limiares são analisados em decorrência da separação dos níveis de cinza e comparados

visualmente com um mapa temático (previamente definido mediante uma

fotointerpretação), ou através da sobreposição da imagem segmentada com as bandas

utilizadas para sua geração.

Como exemplos, podem ser citados alguns trabalhos que utilizaram o algoritmo de

segmentação por crescimento de regiões como suporte para análise do uso do solo.

Barros et al. (2001) exploraram a segmentação multitemporal de imagens

ETM+/Landsat-7, em uma área predominantemente agrícola, para a detecção de bordas
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e delineamento de talhões. Os melhores resultados foram obtidos com os limiares 30 e

50 para similaridade e área, respectivamente. Moreira e Souza (2001) utilizaram os

limiares 20 / 50 (similaridade / área) no estudo de técnicas de processamento digital

sobre imagens TM/Landsat para mapeamento de áreas cafeeiras. Chaves et al. (2001)

empregaram os limiares 10 / 10 na identificação dos principais tipos de pastagens

cultivadas do Cerrado brasileiro, e Moreira e Assad (2000) aplicaram os limiares 8 / 8

no algoritmo crescimento de regiões, como suporte ao processo de classificação

supervisionada por região, a fim de identificar áreas com diferentes fases de degradação

de pastagens. Já Braga e Gherardi (2001) utilizaram os limiares 2 / 4 para mapeamento

de recifes costeiros por meio de imagens orbitais. Almeida Filho et al. (1997) relataram

os limiares 10 / 50 como sendo os de melhores resultados em um mapeamento semi-

automático para associações solo-vegetação. Padilha e Kurkdjian (1996) estudaram a

técnica de segmentação de imagens por crescimento de regiões, sobre imagens

HRV/SPOT, para a discriminação de vazios urbanos e encontraram como melhores

resultados os limiares 10 / 25 para a imagem pancromática, 9 / 6 para imagem

multiespectral e 16 / 10 para a fusão das imagens multiespectral e pancromática pela

transformação IHS. Venturieri (1996) utilizou os valores de 6, 8, 10, 12 e 14 como

limiares de similaridade e o valor de 10 para o limiar de  área, no desenvolvimento e

treinamento de redes neurais artificiais  em classes de uso da terra através de segmentos

de imagens rotuladas por lógica nebulosa. Este autor concluiu que o limiar de

similaridade 10 foi o que melhor representou a referência terrestre para a análise

aplicada.

Os trabalhos descritos anteriormente demonstram a grande aplicação da técnica de

segmentação para mapeamento do uso da terra, e a variação dos limiares conforme o

tipo de aplicação e o material utilizado. Outras análises, empregando algoritmo de

segmentação por crescimento de regiões, podem ser observadas nos seguintes trabalhos:

Alves et al. (1996), Nascimento e Almeida Filho (1996), Batista et al. (1997), Coutinho

et al. (1998), Nascimento et al. (1998), Pereira et al. (1998), Yi et al. (1998), Kartikeyan

et al. (1998) e Moreira e Assad (1999).
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2.6.2- Métodos para Avaliação dos Algoritmos de Segmentação

Os algoritmos de segmentação propostos na literatura geralmente são aplicáveis para

imagens, mas diferentes algoritmos não são igualmente satisfatórios para uma particular

aplicação (Zhang, 1996). Logo, métodos para a avaliação do desempenho do algoritmo

de segmentação são indispensáveis e considerados importantes no estudo da

segmentação.

A medida da qualidade de uma segmentação pode ser feita a partir de uma avaliação

qualitativa e quantitativa. A primeira é baseada na inspeção visual e permite verificar

questões relativas ao número de segmentos gerados, preservação dos pontos isolados e

feições lineares, regularidade de bordas entre regiões, etc. A avaliação quantitativa de

uma segmentação é efetuada por meio de grandezas que permitem quantificar em

valores numéricos características como número de segmentos, tamanhos dos segmentos

em pixels, tempo de processamento, intensidade média das radiometrias dos segmentos,

etc. (Lucca, 1998).

Alguns métodos têm sido propostos para avaliar e comparar o desempenho de

algoritmos de segmentação, entre os quais pode-se destacar os apresentados em Zhang

(1996) e Kartikeyan et al. (1998). Esses métodos podem ser divididos em duas

categorias: analíticos e empíricos.

Os métodos analíticos permitem avaliar e examinar diretamente os algoritmos por meio

das análises de seus princípios, suposições, exigências, utilidades, complexidade e

propriedades. Os resultados gerados independem de experimentos e podem ser

aplicados sem que o algoritmo esteja completamente implementado. Além do mais, a

aplicação desses métodos é independente da natureza ou do objetivo da segmentação.

Já os métodos empíricos permitem avaliar e examinar um algoritmo de forma indireta,

pela aplicação de imagens de referência e medição da qualidade do resultado da

segmentação (Zhang, 1996). Este método é subdividido em: discrepância e qualidade.
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Os métodos empíricos de discrepância possibilitam avaliar o desempenho de um

algoritmo de segmentação pela comparação da segmentação de uma imagem gerada

pelo processo de segmentação com uma imagem de referência. No caso de cena orbital,

a imagem de referência é geralmente obtida por uma segmentação manual baseada na

interpretação visual, utilizando técnicas de pré-processamento de imagens como

manipulações de contraste e composição colorida, sobre a cena original (Zhang, 1996).

Para a segmentação de imagens sintéticas, a imagem de referência pode ser

simplesmente obtida no processo de geração da própria imagem. Nascimento (1997) e

Rodriguez (2000) utilizaram como imagens de referência mapas temáticos gerados

sobre os dados de entrada para avaliação da segmentação. Conforme Gonzales e Wintz

(1987), esta é uma maneira qualitativa mas eficiente para avaliar a precisão da

segmentação.

Os métodos empíricos de discrepância analisam as diferenças obtidas através das

medidas dos parâmetros de discrepância (ou medida das características), como área,

forma, excentricidade, perímetro, esfericidade, posição e número de objetos entre a

segmentação obtida pelo algoritmo e o dado de referência. Valores de discrepância

elevados são atribuídos a grandes erros da segmentação, que evidenciam um baixo

desempenho do algoritmo.

Zhang e Gerbrands (1994) relatam que diferentes características dos objetos podem ser

importantes em diversas aplicações para avaliar e descrever propriedades de algoritmos.

Por outro lado, podem ser diferentes efetivamente no julgamento do resultado das

segmentações.

Os métodos empíricos de qualidade permitem avaliar o desempenho dos algoritmos

analisando apenas a qualidade da segmentação final obtida, sem nenhum conhecimento

a priori do dado de referência. Forma e uniformidade dos segmentos, além da diferença

espectral entre as regiões extraídas pelo algoritmo, são algumas medidas de qualidade

propostas neste método.

Lucca (1998) retrata a importância do conhecimento do objetivo da segmentação na

aplicação dos métodos empíricos de qualidade, onde a definição das medidas de
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qualidade desejáveis da segmentação impõe o conhecimento do resultado esperado. Já

para o métodos empíricos de discrepância, a exigência do dado de referência implica

uma dependência maior do conhecimento deste objetivo, pois as medidas de avaliação

estão diretamente relacionadas com o dado base (como, por exemplo, a segmentação

manual).

Nos trabalhos de Zhang (1996), Xu et al. (1998) e Román-Roldán et al. (2001) são

aplicados diferentes métodos para avaliação da segmentação. Entres os métodos

desenvolvidos, pode-se destacar o critério de avaliação objetivo e quantitativo proposto

por Zhang e Gerbrands (1994), onde definiram uma estrutura para avaliação de

algoritmos de segmentação baseada na discrepância das características mensuráveis dos

objetos segmentados. Esta estrutura consiste na medida de exatidão final relativa

(Relative Ultimate Measurement Accuracy - RUMA) representada pela equação 1.1:

RUMAf = ( | Sf – Rf | / Rf ) * 100 (1.1)

Onde: f = representa o parâmetro de discrepância considerado;

Sf = valor do parâmetro  f  sobre a imagem segmentada;

Rf = valor do parâmetro  f  sobre a imagem de referência;

O RUMAf pode ser selecionado conforme o objetivo da segmentação e as exigências

para avaliação e comparação do algoritmo. Vários parâmetros podem ser empregados de

forma que diferentes situações possam ser analisadas. Como exemplo tem-se o trabalho

de Zhang (1997), em que foram utilizados diversos valores de excentricidade e nível de

ruído das imagens como parâmetros de discrepância para avaliar e comparar algoritmos

de segmentação. Outro exemplo é o trabalho de Zhang e Gerbrands (1994), em que

analisaram as características geométricas da imagem, como área, perímetro, fator F

(derivado da área e do perímetro) e circularidade.

Lucca (1998) avaliou e comparou o desempenho de dois algoritmos de segmentação de

imagens de Radar de Abertura Sintética (SAR) por meio de uma análise qualitativa e

quantitativa. Para a análise quantitativa foram utilizadas medidas de discrepância
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referentes ao ajuste de posição, tamanho, intensidade média, forma e número de

segmentos, bem como o tempo de processamento requerido para cada segmentação.

2.6.2.1- Qualitativo versus Quantitativo e Subjetivo versus Objetivo

Duas propriedades desejáveis em um método de avaliação são a capacidade para avaliar

os algoritmos de segmentação de um modo quantitativo e objetivo. Estudos

quantitativos podem prover resultados precisos refletindo a exatidão da avaliação.

Estudos objetivos isentam os resultados da influência do fator humano. Zhang (1996)

relata que os métodos analíticos são geralmente fáceis de aplicar, mas freqüentemente

observam somente as propriedades qualitativas dos algoritmos. Já os métodos empíricos

de discrepância são considerados objetivos e quantitativos, pois os resultados são

numericamente computados e obtidos por meio de uma análise objetiva dos alvos

presentes na imagem de referência. O autor conclui ainda que os métodos empíricos são

mais adequados e úteis que os métodos analíticos para avaliar a eficiência dos

algoritmos de segmentação. Entre os métodos empíricos, os métodos de discrepância

são superiores para avaliar objetivamente os algoritmos de segmentação que os métodos

de qualidade, embora sua aplicação seja mais complexa devido à necessidade do uso da

imagem de referência.
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CAPÍTULO 3

MATERIAL E MÉTODO

3.1- ÁREA DE ESTUDO

A área de estudo encontra-se localizada no norte do Estado de São Paulo (Brasil), entre

o quadrado descrito pelas coordenadas  geográficas 20º 17’ a 20º 39’ S e 47º 37’ a 48º

14’ W, compreendendo uma região de 124.050 ha composta por 3 municípios: Ipuã

(46.559 ha), São Joaquim da Barra (41.226 ha) e Guará (36.265 ha). Na Figura 3.1

observa-se a localização da área de estudo no contexto estadual e municipal. Os

respectivos municípios fazem parte do Escritório de Desenvolvimento Regional (EDR)

de Orlândia (uma das divisões na estrutura administrativa da Coordenadoria de

Assistência Técnica Integral – CATI).

Classes de solos férteis como o Latossolo Vermelho Distroférrico e Latossolo Vermelho

Distrófico, relevo plano a suave ondulado, excelente malha viária e a grande

disponibilidade de água fornecida pelos inúmeros rios da região foram fatores essenciais

para o aumento da irrigação (principalmente através de pivôs centrais) na prática

agrícola da região (Epiphanio et al., 2001).

Pelo menos uma vez ao ano, mais de 75% da área dos três municípios são ocupadas

pelas culturas de cana, soja e milho (Luiz, 2002b). O tamanho médio dos talhões

ocupados pelas principais culturas é suficientemente grande para permitir uma

utilização eficiente do sensoriamento remoto no seu monitoramento. Como prática

agrícola da região, é comum o plantio do milho e o do sorgo após o período normal da

safra de verão, e a rotação entre a cana-de-açúcar e uma cultura anual para manutenção

do canavial.

Dado o grande potencial agrícola desses municípios, bem como o dos vizinhos que

compõem o EDR de Orlândia, a escolha desta região para a aplicação da metodologia

proposta nesta pesquisa adequa-se perfeitamente ao objetivo de avaliar os

procedimentos para estimativas de áreas plantadas, através da técnica de segmentação



46

de imagens, como suporte ao sistema de previsão de safras. As características dos três

municípios escolhidos possibilitam a ampliação deste estudo posteriormente para todo o

EDR de Orlândia, ocasionando um apoio científico ao desenvolvimento da agricultura

do Estado de São Paulo e da nação.

São Paulo

Ipuã

S.J.Barra
Guará

EDR Orlândia

O
 47

º 3
7

’

S 20º 39’

S 20º 17’

O
 4
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N

Fig. 3.1 - Esquema de localização da área de estudo no Estado de São Paulo.

3.2- MATERIAL

Para o desenvolvimento do presente trabalho, foram utilizados os seguintes materiais e

equipamentos:

3.2.1- Dados de Sensoriamento Remoto

Chen (1988) afirmou que a identificação e o mapeamento das culturas de verão no

Brasil são mais complexos do que os das culturas de inverno, devido à heterogeneidade

das respostas espectrais. Já uma análise multitemporal proporciona uma identificação do
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desenvolvimento das culturas de verão e possibilita a caracterização do uso/cobertura

para todo o ciclo agrícola. Porém, uma das dificuldades impostas ao uso de sensores

remotos passivos é a intensa cobertura de nuvens durante o verão, prejudicando a

aquisição de imagens em boas condições (González-Alonso et al., 1997).

Desta forma foi observada, para escolha do dado orbital, a disponibilidade de uma

imagem sem nuvens sobre a área de estudo, e a possibilidade de uma visita ao campo

para reconhecimento e levantamento dos alvos de interesse o mais próximo possível da

data de aquisição da cena. O dado orbital utilizado neste trabalho consistiu de uma

imagem do dia 14/08/2001 do sensor ETM+/Landsat7, correspondente à órbita 220/74 e

nível de correção 1G (INPE, 2001).

3.2.2- Materiais Cartográficos

Os municípios em estudo compreendem uma região com pouco mais de 124.000 ha,

compreendidos em 6 folhas topográficas na escala 1:50.000 descritas na Tabela 3.1.

TABELA 3.1 -  CARTAS TOPOGRÁFICAS

Nome Fonte Quadrícula
Ipuã IBGE (1972a) SF-22-X-B-III-4
Ituverava IBGE (1972b) SF-23-V-A-I-3
Jeriquara IBGE (1972c) SF-23-V-A-I-4
Morro Agudo IBGE (1972d) SF-22-X-B-VI-2
São Joaquim da Barra IBGE (1972e) SF-23-V-A-IV-1
São Joaquim da Bela Vista IBGE (1972f) SF-23-V-A-IV-2

3.2.3- Equipamentos e Software

Para o processamento das imagens digitais, bem como para a análise dos dados obtidos,

foi utilizado o Sistema de Processamento de Informações Georeferenciadas - SPRING,

versão 3.5 (Câmara et al., 1996). Uma das técnicas de processamento de imagens

presentes no software SPRING é a segmentação de imagens, cujo algoritmo de

crescimento por regiões foi o utilizado para a produção e avaliação das segmentações.

Foi utilizado o programa Excel 97 da Microsoft para manipulação e quantificação dos

parâmetros de discrepância que compõem o índice IAVAS.
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O equipamento empregado para o levantamento dos pontos em campo foi o receptor

portátil do sinal GPS -  Garmin III plus, cuja precisão para a determinação da posição é

estimada em no máximo 15 m, segundo o fabricante (GARMIN, 1999).

3.3- METODOLOGIA

Neste trabalho, o algoritmo de segmentação será avaliado quantitativamente a partir de

um método empírico de discrepância. A escolha por este método se justifica pelo fato de

os parâmetros de discrepância serem independentes do tipo de algoritmo para

segmentação, pois dependem somente das imagens a serem segmentadas e das

segmentações produzidas. Além disso, o método empírico de discrepância fornece

resultados objetivos e quantitativos do processo de avaliação.

A metodologia baseada no método empírico de discrepância avalia o resultado da

segmentação através de um índice de avaliação composto por parâmetros de

discrepância obtidos entre a imagem segmentada e a imagem de referência. Portanto,

para que o procedimento de avaliação possa ser aplicado, há a necessidade de pelo

menos dois componentes: a imagem segmentada (independente do algoritmo de

segmentação a ser testado) e a imagem de referência.

Desta forma foi desenvolvido um critério de avaliação objetivo e quantitativo chamado

de “Índice para Avaliação de Segmentação” (IAVAS). O único aspecto subjetivo em

todo o procedimento reside na definição da imagem de referência, quando a mesma é

segmentada a partir da interpretação feito pelo operador.

A metodologia consiste ainda na otimização do espaço de opções definido pelos

limiares  (similaridade e área) necessários para a definição do nível de segmentação, o

qual determina o número e o tamanho das regiões a serem extraídas pelo algoritmo

crescimento de regiões.

Os passos seguidos nesta metodologia para a obtenção dos resultados estão

representados na Figura 3.2, e serão detalhados nas seções subseqüentes.
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Avaliação Quantitativa
(IAVAS)

Segmentação com algoritmo
Crescimento de Regiões

(com base na otimização do espaço de combinações)

Definição do Tipo
de Aplicação

Área Teste Nº 2

Imagens ETM+

Correção Geométrica

Delimitação 
da Área de Estudo

Área Teste Nº 1

Referência de Campo
e

Referência de Tela
da Área Nº 2
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e

Referência de Tela
da Área Nº 1

Melhor Resultado 
Ref. Campo 1

Melhor Resultado 
Ref. Tela 1

Melhor Resultado 
Ref. Tela 2

Melhor Resultado 
Ref. Campo 2

Melhor Resultado
Referência de Campo

Melhor Resultado
Referência de Tela

Avaliação e Comparação entre 
os resultados de Campo e Tela

Fig. 3.2 – Diagrama esquemático da metodologia.

3.3.1-  Definição do Tipo de Aplicação

Uma etapa fundamental para a avaliação dos resultados obtidos pela segmentação é a

definição do tipo de aplicação de interesse do usuário, determinando o porquê de

segmentar uma imagem. A definição do tipo de aplicação estipula o conjunto de

imagens a serem utilizadas, o tipo de algoritmo, os alvos a serem identificados



50

conforme suas características (forma, tamanho, etc.) e principalmente o nível de

detalhamento no processo de segmentação (Zhang, 1996).

Para o presente trabalho o tipo de aplicação definido foi o estudo do uso e ocupação do

solo numa região agrícola. Este tipo de aplicação tem sido conduzido a partir de

imagens de sensoriamento remoto, e tem assumido crescente importância nos

levantamentos objetivos para avaliação das safras agrícolas.

Basicamente, o tipo de aplicação definida no presente trabalho consiste em extrair sobre

imagens orbitais os limites dos talhões agrícolas conforme a resposta espectral de cada

cultura, constituindo assim num dos principais passos para a construção de uma

estatística agrícola. Portanto, espera-se que as áreas das culturas de peso para a

estatística agrícola no contexto municipal, regional ou estadual possam ser identificadas.

3.3.2- Registro

As imagens geradas por sensores remotos estão sujeitas a uma série de distorções

espaciais, não apresentando, portanto, uma posição cartográfica adequada quanto ao

posicionamento dos objetos, superfícies ou fenômenos nelas representados. Para que

estas imagens adquiram a precisão cartográfica exigida, faz-se necessário estabelecer

uma relação entre coordenadas de imagem e coordenadas geográficas por meio de

registro.

Assim, a imagem ETM+ de 14 agosto de 2001 foi registrada utilizando como referência

os pontos coletados em campo pelo sistema de posicionamento global (GPS). O registro

foi realizado por meio da determinação matemática da relação entre as coordenadas dos

pontos GPS e as coordenadas da imagem (linha, coluna).

Moreira (2001) relata que o número de pontos para o registro depende diretamente do

nível de processamento dos dados digitais ou nível de correção da imagem. Para as

imagens com nível de correção 4, são necessários no mínimo 6 pontos de controle. Para

as imagens com nível de correção 5 e 6 bastam um ou dois pontos de controle.
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Os pontos de controle e de teste levantados em campo serviram de base para a

construção e avaliação de uma equação de transformação polinomial de primeiro grau.

O interpolador vizinho mais próximo foi utilizado para reamostrar os níveis digitais da

imagem para o sistema de coordenadas de projeção UTM (Universal Transversal

Mercator), fuso 23 e Datum SAD69, conforme recomendado por Crósta (1992) e

Mather (1999) para preservação do número digital original da imagem.

O resultado da correção geométrica da imagem foi avaliado por meio da raiz do erro

quadrático médio (REQM) das diferenças entre as posições dos pontos de controle de

referência e as novas posições da imagem após a transformação, conforme a equação

3.1.

REQM = 
n

eeee n
22

3
2
2

2
1 ...... ++++

(3.1)

onde:

e = diferença entre as posições do ponto de controle na imagem original e após a

transformação;

n = total dos pontos de controle utilizados na transformação.

3.3.3- Limites da Área de Estudo

Para a obtenção dos limites de cada município e, conseqüentemente, do contorno da

área de estudo, foi utilizada a base de dados (em formato vetorial) da malha municipal

do Brasil, fornecida pelo IBGE e incluída na versão 3.5 do SPRING. Folhas

topográficas na escala 1:50.000 (descritas no item 3.2.2) foram utilizadas como suporte

para a formação do plano contendo os limites de interesse.

Nascimento (1997) relata que o tempo de processamento para uma segmentação, através

do algoritmo de segmentação crescimento de regiões, é diretamente proporcional ao

tamanho da imagem e ao número de bandas selecionadas. Como a região de estudo

compreende uma área de aproximadamente 124.050 ha (municípios de Ipuã, São
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Joaquim da Barra e Guará) e toda a sua extensão representa apenas 3,6% da cena ETM+

do Landsat-7 utilizada, optou-se pelo procedimento de redução da cena, através de uma

máscara binária, para uma área equivalente ao contorno total dos três municípios. Este

procedimento possibilitou uma notável redução no tempo de processamento

computacional gasto em cada segmentação efetuada pelo algoritmo e no volume físico

dos arquivos para armazenamento, uma vez que, como procedimento executado, apenas

a exata área de interesse era usada.

3.3.4- Imagem de Referência

Como já referido anteriormente, é necessária uma imagem de referência como critério

para as medidas de discrepância a serem coletadas numa fase próxima.

A metodologia de avaliação através do método empírico proposto neste trabalho

necessita de uma imagem de referência (também definida como segmentação de

referência) como critério para as medidas de discrepância. A imagem de referência

busca representar uma identificação adequada dos alvos presentes na cena, levando em

consideração os limites de resolução espacial e espectral, as condições de relevo, o

estádio fenológico das culturas e o tipo de aplicação definido pelo usuário.

Por ser essencial para a aplicação do índice IAVAS e ter influência direta na avaliação

da segmentação, a imagem de referência foi obtida de duas maneiras distintas: a) pela

definição dos talhões agrícolas em campo com auxílio do GPS (referência de campo); e

b) pelo traçado dos limites desses talhões via interpretação em tela do computador

(referência de tela). Ambas as formas são descritas a seguir:

a) Referência de Campo

A imagem de referência baseada nos dados de campo consiste no levantamento por

GPS dos limites físicos dos talhões agrícolas considerados essenciais para representar as

condições de uso agrícola na região estudada.

Foi utilizada uma composição colorida da imagem ETM+/Landsat-7 (14/08/2001) como

referencial para a localização e lançamento das informações coletadas em campo no
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período de 20 a 24 de agosto de 2001. Para cada unidade agrícola (ou talhão) observada

em campo, levantou-se também o tipo de cultivo, as condições de desenvolvimento, o

estádio fenológico, ocorrências diversas (infestações por ervas daninhas, acamamento,

etc.), descrições dos tipos de solos e relevo, além de uma documentação fotográfica.

Tais informações serviram de suporte para a interpretação visual e apoio às

classificações digitais sobre as imagens.

b) Referência de Tela

Esta imagem de referência consistiu no levantamento dos talhões através da

interpretação visual feita pelo usuário via monitor do computador. É importante

mencionar que a referência de tela está diretamente relacionada com o interesse do

usuário e o resultado que o mesmo espera do processo de segmentação. Na digitalização

via tela o usuário define o tipo de alvo e as dimensões mínimas que o segmentador deve

extrair para atender ao seu objetivo. Este procedimento condiz com a forma de geração

da imagem de referência quando está avaliando imagens reais (neste trabalho é a

imagem orbital ETM+) pelo método empírico de discrepância descrito dor Zhang

(1996).

Há grande interesse de viabilizar a obtenção da imagem de referência, tanto com base

nos dados de campo como via tela, principalmente visando à redução do tempo de

processamento. Assim, ao invés de utilizar a área de estudo inteira, foram definidas duas

áreas testes representativas da diversidade do uso agrícola da região. Com isso, obteve-

se também uma diminuição no tempo necessário para execução do trabalho de campo.

Na data da imagem utilizada neste trabalho destacam-se as culturas da cana-de-açúcar,

milheto e feijão em diferentes estágios de desenvolvimento, e talhões colhidos e em

preparo do solo para a nova safra (2001/2002). O período de colheita diferenciado das

culturas instaladas na região, associado aos costumes agrícolas locais, proporcionam

ampla variação dos usos do solo no contexto agrícola conforme a data da imagem. Por

este motivo as áreas-teste somente podem ser definidas após a aquisição da cena, de

forma que elas sejam determinadas em locais que possuam talhões, formas e
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diversidade de culturas que melhor representem a variabilidade dos alvos presentes na

cena e atendam ao objetivo final da segmentação.

3.3.5- Áreas Testes Representativas da Área de Estudo

Com a finalidade de reduzir o custo computacional e viabilizar um maior número de

segmentações em menor intervalo de tempo, foram definidas duas áreas testes que

melhor representassem a área de estudo e o tipo de aplicação definido para este

trabalho.

3.3.5.1- Área Teste nº 1

Sobre a imagem ETM+/Landsat-7 foram definidas a localização e a dimensão da área 1

buscando uma melhor representação da prática agrícola na região, dos diversos estágios

das culturas, das formas dos talhões, levando em conta a acessibilidade e a permanência

em campo conforme a extensão da área para o levantamento dos dados. A Figura 3.3

destaca a variabilidade dos usos do solo presentes na área 1, a qual possui uma

dimensão de aproximadamente 2.254 ha e localiza-se no município de Ipuã.

3.3.5.2- Área Teste nº 2

A área 2 localiza-se no município de São Joaquim da Barra, abrange uma extensão

1.558 ha, e também é caracterizada por significativa variedade de usos dos solos

(culturas, construções, estradas pavimentadas, matas, etc.) e formas das unidades

agrícolas (Figura 3.4).
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Imagem ETM+/ Landsat 7

Composição RGB-453

Data: 14/08/2001

Área Teste Nº 1

S 20º 27’ 35”

S 20º 25’ 01”

O 48º 01’ 23”O 48º 03’ 51”

Cana
Solo Preparado
Mata
Vegetação seca ou 
resto de cultura (Palha)

EW

S

N

Fig. 3.3 – Área teste 1 - Imagem ETM+ - 14/08/01 – 4(R)5(G)3(B).

O 47º 52’ 11”O 47º 54’ 21”

S 20º 32’ 53”

S 20º 30’ 56”

Imagem ETM+/ Landsat 7
Composição RGB-453
Data: 14/08/2001

Área Teste Nº 2

Cana
Solo Preparado
Mata
Vegetação seca ou 
resto de cultura (Palha)

EW

S

N

Fig. 3.4 – Área teste 2 - Imagem ETM+ - 14/08/01 – 4(R)5(G)3(B).
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3.3.6- Segmentação por Crescimento de Regiões

A avaliação e identificação de culturas agrícolas em imagens de sensoriamento remoto é

usualmente feita utilizando classificadores supervisionados baseados na informação

pixel a pixel. Porém, em áreas agrícolas, os talhões configuram regiões onde pixels

vizinhos referem-se ao mesmo tipo de cultura, ou seja, o conhecimento do

relacionamento entre vizinhos é uma rica fonte de informação que não é geralmente

explorada nos classificadores tradicionais (Giannotti, 2001).

Uma alternativa à abordagem de classificação baseada no pixel é a classificação por

regiões. Esta tem como etapa fundamental a segmentação, que envolve a delimitação de

áreas homogêneas na imagem, para a posterior associação destas áreas a classes de

informação (Barros et al., 2001).

A delimitação das unidades agrícolas possibilita também a quantificação da área

plantada com cada cultura, fornecendo assim as informações necessárias ao cálculo da

estimativa da safra de uma região de interesse. A extração dos limites agrícolas sobre

dados orbitais pode ser obtida via segmentação manual por meio de interpretação visual

ou segmentação automática por meio de algoritmos de segmentação.

Burrough e McDonnell (1998) declaram que o operador pode introduzir erros no

processo de digitalização dos limites de um mapa em um Sistema de Informações

Geográficas. No caso da agricultura, este trabalho de digitalização dos limites agrícolas

torna-se muito oneroso quando se trata de dimensões municipais, estaduais ou em áreas

maiores.

Com o propósito de automatizar o processo de extração dos limites entre os talhões

agrícolas, para toda a área de estudo, e utilizar os recursos computacionais de forma

eficaz, optou-se pela segmentação automática da imagem através do algoritmo

crescimento de regiões implementado no programa SPRING. Em todas as segmentações

efetuadas na metodologia da presente pesquisa foram utilizadas as bandas de 1 a 5, e

banda 7, do sensor ETM+.
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Este algoritmo fornece, ao fim do processo de segmentação, regiões uniformes

identificadas por segmentos fechados, o que atende perfeitamente aos princípios de uma

cena cujo uso do solo é tipicamente agrícola, onde os talhões agrícolas possuem interior

uniforme (mesma cultura) e os limites (de formas conhecidas) bem definidos no terreno.

Além disso, o algoritmo crescimento de regiões é interativo com o usuário, o que

possibilita uma variação de limiares para melhor atender ao tipo de aplicação definido.

3.3.7- Otimização do Espaço de Combinações

Segundo Moura (2000), a técnica de segmentação por crescimento de regiões particiona

as imagens em regiões espectralmente homogêneas. A execução desta técnica exige  a

definição das bandas espectrais e dos limiares de similaridade e área. Esses parâmetros

são responsáveis pela qualidade da segmentação.

O algoritmo de segmentação crescimento de regiões implementado no SPRING 3.5

possibilita uma variação de 1 a 50, em intervalos unitários, para os limiares de

similaridade e de área. É importante ressaltar que novas versões do SPRING podem

sair sem limitações para a variação dos limiares. Como o objetivo é a definição do

melhor conjunto de parâmetros que atendam ao tipo de aplicação estabelecido

anteriormente e é grande o número de combinações possíveis para os pares de limiares

de similaridade e área (50 x 50 possibilidades), torna-se necessária uma otimização a

fim de identificar qual o par de limiares que vai melhor atender ao objetivo definido,

com um número reduzido de combinações. Esta otimização foi feita da seguinte

maneira:

1) As 2500 combinações possíveis entre os limiares de similaridade e área foram

representadas por um espaço contendo 25 células (C01, C02, ... C25) com 100

combinações de limiares cada. Cada célula passa a ser representada por um

único elemento central conforme ilustrado na Figura 3.5;
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Fig. 3.5 – Representação da divisão do universo de combinações de limiares de

similaridade e área, com o posicionamento de seus respectivos elementos

centrais.

a) Determinação dos limiares de similaridade e área para os elementos centrais de

cada célula;

Conforme ilustrado na Figura 3.6, pode-se observar que existem quatro 4 elementos

centrais possíveis (limiares 5/5; 5/6; 6/5; 6/6) para a mesma célula, pois os limiares de

similaridade e área exigem, por definição do algoritmo, valores inteiros. Assim,

determinou-se que os menores limiares (valores 5 e 5 na Figura 3.6), entre as quatro

combinações mais próximas do centro de cada célula, seriam os valores de similaridade

e área representativos para o elemento central da célula analisada.
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Fig. 3.6 – Ilustração das 4 combinações possíveis que definem o elemento central de

célula.
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