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RESUMO

Investigouse nesse trabalho uma nova metodologia de classificagdo de cenas agricolas
em imagens digitais. As cenas agricolas possuem uma complexidade intrinseca causada
pela desuniformidade fenolégica encontrada em uma cena, aém da perda de
particularidades espectrais quando imageadas pelos sensores orbitais de bandas largas.
Visando solucionar esse problema, foi analisada uma metodologia onde um pixel é
analisado de maneira continua no tempo, e a espectro-temporalidade obtida € analisada
através de redes neurais. Dez imagens do sensor ETM+ (“Enhanced Thematic Mapper
Plus”) da orbita/ponto 220/74, do ano de 2002 da regido de Miguelépolis (SP) foram
utilizadas. Estas imagens foram retificadas radiometricamente para a uniformizacdo dos
efeitos atmosféricos e classificadas através de perceptrons de mudltiplas camadas
treinados com o algoritmo de retropropagacéo do erro (RPE); outra rede utilizada foi a
rede de Funcbes de Base Radial (FBR), aém do classificador Gaussiano de maxima
verossimilhanca. Foram utilizados como pardmetros de entrada as bandas 3, 4 € 5, e 0
indice NDVI como indicador de variagdio de IAF (indice de Area Foliar). As
classificagdes foram supervisionadas tendo 6 classes agricolas: feijdol, feijdo2, milho,
sorgo, cana colhida no ano e cana de ano e meio. Foram testados diferentes parametros
estatisticos para alimentar as redes como a média e/ou desvio padréo de janelas com 3x3
pixels, em trés combinacdes diferentes: média e desvio padréo das bandas 3, 4 e 5 e do
NDVI; média do NDVI e média e desvio padréo das bandas 3, 4 e 5 e, por ultimo,
somente 0s arquivos de média das bandas e do NDVI. A melhor combinacdo de
parametros foi a utilizagdo apenas dos arquivos de média, uma vez que o uso do desvio
padrdo introduziu ruido na classificacdo. Apos a escolha da melhor combinagéo de
pardmetros estatisticos, analisouse, através da classificagdo temporal, o desempenho
dos algoritmos RPE, FBR e 0 MaxVer. Numa andlise posterior, executaram-se com
esses trés algoritmos, classificagdes de Unica data, que foram confrontadas com a
classificagdo temporal. Por ultimo, testouse a tolerancia das redes neurais a dados
falhos, simulando-se a perda aternada de imagens. Essas imagens foram suprimidas e
substituidas pela média entre a imagem anterior e a posterior a data considerada. Os
desempenhos das classificacbes foram analisados através de procedimentos de
estatistica kappa e kappa condicional, este Ultimo permitiu verificar o desempenho dos
classificadores e a influéncia da temporalidade para cada classe especifica. Na andlise
dos classificadores, o algoritmo de RPE apresentou um valor de kappa superior a rede
FBR e a0 MaxVer; porém sem diferenca significativa. A simulacéo de dados falhos,
resultou numa queda ndo significativa do kappa, mas a classe sorgo desapareceu do
mapa temético finad. O kappa condiciona mostrou que a temporaidade na
caracterizacdo das culturas agricolas € relevante principamente com a rede RPE,
embora a melhora na classificagdo nem sempre ocorra simultaneamente em relacéo aos
erros de omissdo e comissdo de cada classe. A Unica classe que ndo se beneficiou com o
uso da temporalidade foi a classe cana de ano. Essa classe € de dificil definicéo do vetor
espectro-temporal pela acéo antropica que pode ocorrer em sete meses ao longo do ano.
No entanto, a classificagdo com uma Unica data, em meados de abril, mostrou ser
bastante satisfatéria. A analise espectro-temporal de cenas agricolas processada através
de redes neurais € promissora em relacdo aos tradicionais métodos de classificacéo.






ARTIFICIAL NEURAL NETWORKS TO SPECTRAL-TEMPORAL
CLASSIFICATION OF AGRICULTURAL CROPS

ABSTRACT

This work aimed at investigating a new classification methodology for agricultural
scenes in digital images. Agricultural scenes are intrinsically complex due to
phenological differences found in the scene and to the loss of spectral particularities
when surveyed by broad-band orbital sensors. In order to solve this problem, a new
methodology is presented, where the pixel is seen as a continuum in time and the
spectral-temporality is analyzed using neural networks. Ten ETM+ images, path’row
220/74 of Miguelépolis-SP, Brazil, from the winter of 2002 were used. These images
were radiometricaly corrected to uniform the atmospheric effects and classified by a
multilayer perceptron trained with the backpropagation error (BPE) algorithm; another
neural network used was radia basis function (FBR), besides the Maximum Likelihood
Gaussian classifier (MaxVer). The input parameters were bands 3, 4 and 5 and the
NDVI (Normalized Difference Vegetation Index) as an LAI (Leaf AreaIndex) variation
indicator. Supervised classifications were used with six agricultural classes: beansl,
beans2, corn, sorghum, one-year sugarcane and one-year-and-half sugarcane. Different
ways of feeding the network with the average and/or standard deviation of 3x3 pixel
windows were tried with three different combinations: average and standard deviation
of bands 3, 4 and 5 and of NDVI; average of NDV| and average and standard deviation
of bands 3, 4 and 5; and only the files of average of the bands and the NDVI. The best
combinations parameters was the use only the average files, because the standard
deviation introduced noise in classification. After choosing the best statistical
parameters to be used, the performance of the BPE, FBR and the MaxVer agorithms
were analyzed through a temporal classification. Then, the classification within each
date was carried out with these three algorithms and the results were analyzed and
compared against the temporal classification of each algorithm. At last, the tolerance of
the neura network was tested for missing data, simulating the loss of images from every
other date. These images were suppressed and substituted by the average between the
preceding and the posterior images to the considered date. The performance of these
classifications was tested using kappa and conditional kappa statistics; this last test
allowed the evaluation of the performance of the classifiers and of the temporal trend of
each specific class. Results for the statistical parameters showed that using only the files
of average is enough to represent the classes, as the standard deviation introduces noise
to the classification. The BPE agorithm presented a higher kappa value than FBR
network and MaxVer agorithms, but withou significative difference; however withou
statistical significance. The simulation of missing data caused no significant decrease on
kappa statistics, but the class sorghum was suppressed from the final thematic map. The
conditional kappa showed that the use of temporal characteristics of the data in the
classification of agricultural crops is relevant, mainly with the BPE network, although
the improvement in the classification is not always simultaneous in relation to the
commission and omissions errors of each class. The only class that did not show an
improvement with the temporal characteristic was the one-year sugarcane. In this class



the spectral-tempora vector is difficult to define due to tillage practices that may occur
any time during seven months throughout the year. Meanwhile, the classification using
only one date from April showed rather satisfactory. The spectral-temporal analysis of
the agricultural scenes by neural network is promising in comparison with traditional
classification methods.
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CAPITULO 1
INTRODUCAO

Entre as atividades econémicas nacionais, a agricultura tem um tradicional e expressivo
papel. No ano de 2003 a agricultura foi responsavel por 42% dos US$ 73 bilhdes das
exportagdes brasileiras. A producéo agricola nacional é diversificada em produtos para
alimentagdo, vestuério e combustivel renovavel em grande escala. Na safra 2002/2003 a
producéo de gréos alcangou 120 milhdes de toneladas, em contraste com a producéo de
96,7 milhdes de toneladas na safra 2001/2002.

Apesar dos bons nimeros, apenas trés produtos. soja, milho e trigo representaram 94%
desse aumento. Produtos como o arroz e o feijéo, por ndo serem “commodities’, tiveram
aumentos inexpressivos e terdo que ser importados (Netto, 2003). Esse contraste mostra
a necessidade de politicas de plangjamento que incentivem a producéo para evitar 0

desabastecimento e a oscilacdo de precos danosa ao consumidor e ao produtor.

O tragado de politicas de plangiamento exige conhecimento do uso e ocupacéo do solo:
guais culturas, area ocupada, onde estéo e provavel produtividade. Obter essas respostas
de maneira segura e em tempo hébil € um desafio uma vez que a agricultura é uma
atividade dindmica e o pais tem dimensdes continentais. Desde 1972, dados sindpticos,
multiespectrais e multitemporais fornecidos por sensores orbitais séo uma realidade que
visam atender essa necessidade de conhecimento. O beneficio do sensoriamento remoto
orbital ja havia sido antecipado para a agricultura Norte Americana desde as
especificagbes originais do sensor Multispectral Scanner (MSS) do primeiro Landsat
(Steven e Jaggard, 1995) e s6 aumentou como o langcamento de novos sensores do
programa. O pesquisador norte americano Ray D. Jackson (1984) lembra que a
manchete do jornal Los Angeles Times de 4 de marco de 1984 foi: “New Satellite Will
Keep an Eye on Crops’. Apesar do uso multidisciplinar dos dados de sensores orbitais,
esta manchete expressa 0 quanto era grande a expectativa dos dados do sensor

TM/Landsat-5 em beneficio do agronegadcio.

O mapeamento da cobertura do solo por meio da classificagdo multiespectral € uma das
principais aplicacbes do sensoriamento remoto. Em muitas das principais aplicacoes

previstas para 0 Thematic Mapper (TM-4) (USGS, 1984) esta a discriminagdo de alvos
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bem distintos espectralmente, como agua e vegetacao, ou alvos com grande diferenca de
morfologia foliar, como coniferas e deciduas. No entanto, uma discriminacdo mais
ambiciosa, dém dos objetivos originamente plangjados, € ameada tratase das
espécies agricolas. Diferentes espécies exibem curvas espectrais similares, com a
agravante que com a grande largura de bandas dos atuais sensores orbitais, pequenas

diferencas que possam existir sdo reduzidas.

Outro problema existente é a diferenca de estédio fenolégico em que uma mesma
espécie é encontrada nos diferentes talhfes. Essa diferenca causa uma complexa
interacdo com diferentes I1AFs (indice de Area Foliar) e diferentes porcentagens de
exposicdo do solo, resultando numa variabilidade indesgjada para uma mesma classe.
Entretanto, a variacdo temporal de uma espécie, associada a repetitividade de aguisicdo
dos sensores orbitais, € uma possivel solucdo para a caracterizacdo e discriminagdo de

uma espécie, quanto se faz a andlise no decorrer do ciclo vegetativo (Badhwar, 1984).

No Brasil, as classificagbes tém sido realizadas em duas épocas distintas: na época de
pré-plantio para a quantificacéo de éreas destinadas a culturas de verdo (ADCVS)
(Ippoliti-Ramilo et al., 2003), e na discriminagdo de diferentes culturas com a
classificagdo de uma Unica data, preferenciamente com o dossel pleno. A andlise
temporal, ao longo do ciclo, ndo tem sido utilizada, possivelmente pela dificuldade de
aplicacdo, uma vez que a safra de maior expressdo econdmica ocorre durante o veréo,
gue € chuvoso, com reduzidas chances de obtencdo de dados Opticos de sensores

remotos de platarformas orbitais.

Em termos de tratamentos de dados, novas abordagens tém sido introduzidas na analise
dos dados orbitais que levam em conta o conhecimento prévio de determinada &ea e a
complexidade intrinseca dos dados de sensores orhitais. Entre essas abordagens os
sistemas de tratamento baseados em sistemas especialistas, algoritmos genéticos e redes
neurais artificiais (RNA) tém se apresentado bastante promissores (Myneni et al., 1995;
Landgrebe, 1997). As redes neurais, por exemplo, tém sido utilizadas principalmente
com a finalidade de classificacéo. S&o classificadores que, entre as muitas vantagens,

S80 ndo-parameétricos, integram com facilidade dados multisensores, sdo tolerantes a
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falha de dados, sdo treinadas com pequenas amostras e realizam analise textural com

simples mudanca da arquitetura de entrada na rede.

Outra vantagem das redes neurais € que, uma vez treinadas, permitem uma fécil
generalizacdo para outros anos agricolas sem novas coletas de amostras de
treinamentos. A tolerancia a falha de dados é uma alternativa as datas com auséncia de
imagens, muito comuns na anadlise temporal de alvos agricolas. Com o objetivo de
melhorar a classificagdo de culturas agricolas, e de se fazer uso da andlise temporal e de

novos classificadores, essa tese visa:

Aplicar um método alternativo de classificacdo de culturas agricolas que leve em conta

a multiespectralidade e a multitemporalidade descritas pela fenologia de cada cultura

Andisar a utilidade de pardmetros estatisticos - média e desvio padrdo - para

classificacdo com as Redes Neurais Artificiais.

Fazer uma andlise comparativa de desempenho entre uma rede neural com algoritmos
de retropropagacdo de erro (RPE) e uma rede de funcdo de base radial (FBR) gaussiana.

Fazer uma analise comparativa de desempenho entre as redes neurais e o classificador

paramétrico Gaussiano de maxima verossimilhanca.

Verificar a tolerancia a dados falhos, com simulagdo de nuvens, que causam perda
aternada de imagens.
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CAPITULO 2
FUNDAMENTACAO TEORICA
2.1 — Importancia da Atividade Agricola Para o Brasil

No ano de 2003 as exportacdes brasileiras do agronegécio somaram 30,6 bilhdes de
ddlares, 0 que correspondeu a 42% das exportagdes nacionais. No Brasil, adém da
alimentacdo e vestuario, a agricultura tem sua importancia na producéo de energia
aternativa aos combustiveis fosseis. Na safra 2002/03, o Brasil atingiu um recorde
histérico ao produzir 120 milhdes de toneladas de gréos, sendo 22 milhdes a mais que
na safra anterior. Porém, apenas 3 produtos responderam por 94% desse aumento, cujo
destaque foi a soja. Arroz e feijdo, que sdo aimentos essenciais a cesta basica do
brasileiro, tiveram aumentos inexpressivos e terdo que ser importados. No caso do arroz
a insuficiéncia nacional € ainda mais grave devido a queda de producdo que ocorre na
Argentina e Uruguai desde 1998 (Netto, 2003).

Evitar esses problemas de desabastecimento, com consequiente oscilacdo de pregos,
exige plangjamento e uma politica de incentivos. Para tracar essas politicas, € necessario
0 conhecimento do uso e cobertura do solo: quais culturas agricolas sdo cultivadas, onde

estdo, qual a &rea ocupada e provavel produtividade.

Conhecer, quantificar e monitorar a ocupacdo de uma certa cultura numa atividade
dindmica como a agricultura € um desafio para um pais de dimensdes continentais. O
sensoriamento remoto, com suas caracteristicas multiespectrais, multitemporais e
sindpticas, atende a essa necessidade de conhecimento fornecendo informagdes que
auxiliem nas tomadas de decisdes. O beneficio do sensoriamento remoto orbital a
atividade agricola j& havia sido plangjado desde as especificagdes do sensor Multi-
Spectal Scanner (MSS) do programa Landsat (Steven e Jaggard, 1995). Com o
lancamento de novos sensores do programa houve aumento do uso, fazendo da
agricultura um dos alvos terrestres com maior demanda de dados (Jackson, 1984; Moran
et al., 1997; Anderson et ., 1999).
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2.2 - Extracao de Informagéo a Partir de Dados de Sensores Or bitais

O desafio do sensoriamento remoto € a aquisicao de informacdo da biosfera terrestre a
partir de dados obtidos de sensores a bordo de satélites. Esses dados sdo a medicéo da
radiacdo eletromagnética refletida e/ou emitida a centenas de quildmetros com
caracteristicas bidirecionais, influéncias atmosféricas e topogréficas e impurezas dentro
do pixel (Myneni et al., 1995).

Segundo Verstraete et al. (1996), apesar de serem dados complexos, varias informacdes
sd0 derivadas como, evolucao temporal da distribuicdo espacial da biomassa, fluxos de
agua, fluxos de energia, estado de vigor e produtividade de culturas agricolas. Em
funcdo dessa demanda por informagdes, avancos tém sido observados tanto no
sensoriamento remoto optico como no sensoriamento remoto por microondas. Quanto
aos sensores de microondas ativos, van der Sanden et al. (2001) mostram o ganho de
informacdo em muitas areas de aplicagdo com as novas polarizagbes na banda C em
plataformas Synthetic Aperture Radar (SAR) como o Envisat-1 e 0o RADARSAT-2. No
sensoriamento remoto Optico, com excecdo de pequenas mudancgas, observa-se uma
certa repeticdo das bandas em variados sensores/satélites desde 1982, como se pode
observar na Tabela 2.1. Essas bandas tém sua posicdo e larguras bem plangjadas, e séo
de uso tradicional pela comunidade cientifica. Novas posicdes no espectro S&o,

obviamente, limitadas dentro janelas atmosféricas.

Nos ultimos anos, observouse o surgimento de sensores hiperespectrais, como 0
Airborne Visible/InfraRed Imaging Spectrometer (AVIRIS), que € um sensor
aerotransportado de 224 bandas entre 400 e 2500 nm (Green et a., 1998). O sensor
hiperespectral Hyperion é orbital, possui 220 bardas com resolucéo espacial de 30 m,
mas com a faixa de imageamento de 7,7 km, o que reduz em muito a sua visao sindptica
(USGS, 2002). Apesar da vantagem de oferecerem dados em comprimentos de onda
especificos, Mather (1999) lembra que tais sensores tém uma relagdo sinal/ruido inferior

a0s sensores de bandas mais largas.
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TABELA 2.1 - Intervalos das bandas espectrais de alguns sensores orbitais em trés
regides do espectro refletivo.

Sensor Visivel (hm) [VP*(mm) [VM*(nm)
TM/Landsat-4 | 0,45-0,52| 0,52-0,60 | 0,63-0,69 | 0,76-0,90 | 1,55-1.75| 2,08-2,35
TM/Landsat-5 | 0,45-0,52| 0,52-0,60 | 0,63-0,69 | 0,76-0,90 | 1,55-1,75| 2,08-2,35
CCD/CBERS | 0,45-0,52 | 0,52-0,59 | 0,63-0,69 | 0,77-0,89
ETM+/Landsat- | 0,45-0,52 | 0,53-0,61 | 0,63-0,69 | 0,78-0,90 | 1,55-1,75| 2,09-2,35

7
ASTER/EOS 0,52-0,60 | 0,63-0,69 | 0,76-0,86 | 1,60-1,70 | 2,145-2,185
2,185-2,225
2,235-2,285
2,295-2,235
2,360-2,430

* VP — Infravermelho Préximo. IVM - Infravermelho Médio.

Alguns estudos comparativos entre 0s sensores hiperespectrais e multiespectrais
mostram que 0s sensores hiperespectrais contém informacdo redundante. Entre esses
estudos, Jacquemoud et a. (1995) inverteram 0 modelo PROSPECT, que descreve
propriedades épticas da folha e o acoplaram e com o0 modelo Scattering by Arbitrarily
Inclined Leaves (SAIL), que descreve as propriedades estruturais do dossel e as
caracteristicas da cena. Utilizando dados obtidos em dossés de beterraba agucareira
com o espectrorradidmetro de campo GER MK IV IRIS, que tem 975 bandas entre 350
e 2500 nm, ssimularam as 188 bandas do sensor AVIRIS e as seis bandas refletivas do
sensor TM. Segundo os autores, utilizando espectros de ambos os sensores como dados
de entrada, os resultados de inversdo foram similares para a estimativa de parémetros
como Indice de Area Foliar(IAF), concentraciio de clorofilas “a’ mais “b” [Ca] €

concentracdo de &gua[Cy)].

ParaMyneni et al. (1995), a hipétese central em sensoriamento remoto € que a radiacdo
contém informacdo sobre as caracteristicas do avo em estudo, mas ressalta que o
isolamento e a andlise dessa informacéo exige cautela. Para os autores, a interpretacéo

de avos vegetados tem complexidades intrinsecas como a bidirecionalidade, a
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interferéncia da atmosfera, a estrutura dos dosséis, o brilho do solo, a topografia, a ndo-
linearidade de resposta dertro de um pixel heterogéneo, entre outras. Tanto Myneni et
al. (1995) como Verstraete et al. (1996) ndo recomendam relagbes simples do tipo
y=at+bx na estimava de parametros biofisicos ou bioquimicos de dosséis, uma vez que
tais relagbes ndo ilustram a complexidade dos dados orbitais. Para os autores, no
espectro optico, as novidades de extracdo de informacdo estdo nas inversdes de
modelos, os quais evitam a simplificagcdo dos dados, na criagdo de sistemas especialistas
a partir da base de conhecimento de determinada area (Verstraete et al., 1996), assim

como na utilizagdo de algoritmos genéticos e redes neurais (Myneni et al., 1995).

Para a obtencdo de resultados confidveis a partir de dados orbitais, a corregdo
amosférica € um primeiro passo, para que 0s resultados sgjam quantitativamente

proximos a realidade.

2.3 — Correcao da Interferéncia da Atmosfera

7

A corregdo’ da interferéncia da atmosfera nos dados de sensoriamento remoto é
importante, embora nem sempre necess&ria. Song et a. (2001) afirmam que na
classificacdo de uma imagem de uma Unica data a correcdo atmosférica® ndo é
necessaria, pois 0 deslocamento dos eixos (bandas), no espaco n-dimensional, ndo atera
a posicdo relativa entre as classes (Figura 2.1) e, portanto, ndo altera a matriz de

covariancia

1 Ao contrério da correcdo geométrica, onde um valor numérico EMQ (Erro Médio Quadrético) mostra o
guao bom foi o0 gjuste, na corregdo atmosférica € muito dificil saber o verdadeiro valor dareflectancia dos
alvos e, numericamente, o erro cometido. Assim, o termo mais adequado seria atenuagdo. Usase aqui 0

termo “corregcao” por ser de uso comum naliteratura.

2 Song et al (2001) ndo deixam explicito que essa ndo alteracio da posicdo dos agrupamentos das classes
ocorre paramodelos lineares. Para model os de transferéncia radiativa na atmosfera, onde a corregdo é néo
linear, a afirmacdo ndo é verdadeira (Antunes, 2004)
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FIGURA 2.1 — A subtracdo de uma constante de cada banda ndo atera a posicéo
relativa dos agrupamentos de cada classe, sem efeitos nos valores
finais da matriz de covariéancia e sem ateracdo no resultado da

classificacéo.

FONTE: Adaptada de Song et al. (2001, p.232).
Entretanto, existem situacBes em que a corregdo atmosférica fazse necessaria, como
por exemplo, na generalizacéo da classificagdo, definidas por Pax-Lenney et al. (2001),
como 0 aumento da separacdo no tempo e/ou no espaco entre os dados de treinamento e
os dados de teste. Uma das primeiras tentativas de generalizagéo foi relatada por Myers
(1983). Neste trabalho, o0 autor relata a experiéncia obtida no projeto Crop Identification
Technology Assessment for Remote Sensing (CITARS) onde testou-se a possibilidade de
classificar areas de soja numa determinada cena, com classificador treinado em outra. O
autor relata queda de 23% na area originad estimada, cuja causa foi atribuida a
diferencas nas condicfes atmosféricas. Num trabalho mais aprofundado, Pax-Lenney et
al. (2001) utilizaram 17 imagens de 1984 a 1996 pertencentes a quatro érbitas/pontos
diferentes, com o objetivo de classificar areas com coniferas e ndo-coniferas. A primeira
generalizacdo, dentro da cena, foi temporal, pois treinou-se um classificador com a
imagem de uma data e testouse a classificagdo com a imagem de outra data; a segunda
generalizacdo, também foi temporal, mas com um intervalo de tempo menor, e envolveu
cenas de drbitas/pontos diferentes para os dados de treinamento e classificacgdo. Os

autores testaram a possibilidade de uniformizacdo das condicdes atmosféricas através de



vérios métodos como o de subtracdo do pixel escuro, denominado Dark Object
Subtraction (DOS) (Chavez Jr., 1988) e suas variantes, até métodos que utilizam
modelos complexos de transferéncia radiativa, como o Second Smulation of the
Satellite Sgnal in the Solar Spectrum (6S) (Vermote et al., 1997). A queda na exatidao
de mapeamento das imagens uniformizadas com métodos simples, como o DOS néo foi
significativa.

Outras ocasifes em que as corregdes atmosféricas se fazem necessérias sd0 nos estudos
onde a resposta espectral do pixel € analisada continuamente no tempo; quando se traca
o perfil tempora dos indices de vegetacdo, como o Razdo Simples (RS) e Greenness
Vegetation Index (GVI) (Lo et al., 1986), indice de Vegetagdo Diferenca Normalizada
(NDVI) (Murakami et a., 2001) e estes sdo analisados ou quando se desgja obter a
resposta espectral de feices naturais e artificiais a partir de dados orbitais (Hill e Sturm,
1991; Gilabert et al., 1994). Entretanto, existem estudos temporais em que a correcéo
atmosférica ndo é executada, como o trabalho de Xin et a. (2002). Estes autores
mapearam trés estadios fenol 6gicos do trigo de inverno e do milho de verdo por meio do
perfil de NDVI derivado das imagens do sensor Advanced Very High Resolution
Radiometer (AVHRR). Deve-se ressaltar que, neste caso, 0s autores utilizaram a técnica
de composi¢cdo do maximo valor temporal, onde, para um dado pixel georreferenciado, o
maior valor de NDVI num periodo de 10 ou 15 dias seré de um pixel proximo ao nadir,
com uma menor turbidez atmosférica e sem nuvens menores que um pixel (Holben,
1986).

De acordo com Gilabert et al. (1994), os métodos de correcdo atmosférica sdo divididos
basicamente em dois grupos. agueles que utilizam complexos modelos de transferéncia
radiativa, como o 6S (Vermote et al., 1997), e modelos mais simples, que utilizam
remocdo do espalhamento e da turbidez atmosférica pela subtragdo do vaor do pixel
escuro (Chavez Jr., 1988). Uma limitac&o do primeiro método € bastante ébvia porque
ndo depende apenas de dados da propria imagem digital, e necessita de dados coletados
in situ simulténeos com a aquisicdo orbital, inviaveis principalmente em estudos
retrospectivos (Gilabert et a., 1994; Lu et a., 2002). Murakami et a. (2001), por

trabalharem em uma érea agricola perto de uma cidade, utilizaram o modelo de aerossol
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urbano e tinham um centro meteorol 6gico proximo que ofereceu a visibilidade (em km)
para dimentar 0 modelo 6S. O valor desse parametro é de grande peso no resultado
final, e, na auséncia de medicdo, seu valor é arbitrado (Zullo Jr., 2002). O trabaho de
Murakami et a. (2001) é um dos poucos a ilustrar a variacdo da visibilidade: no ano
1997, na posicio geogréfica 33°N e 130,5°E, a vishilidade era de 10 km no dia 17

janeiro, caiu para oito km no dia cinco de marco, e subiu para 30 km no dia 26 abril.

Dos métodos baseados apenas na correcdo do espalhamento atmosférico, o método de
subtracdo do pixel escuro (DOS) (Chavez Jr., 1988), ou também conhecido como
método “Chavez’, € um dos mais utilizados. O méodo consiste em encontrar um
conjunto de pixels sombreados ou em &guas limpas e profundas que teriam resposta
espectral zero ou préxima de zero em determinada banda; o seu valor representaria o
valor do espalhamento, pois a absor¢do atmosférica € ignorada. A correcdo consiste da
subtracdo, corrigida pelo ganho e off set, para toda a imagem. Supde-se um
espalhamento uniforme em toda a cena de acordo com o modelo atmosférico adotado®,
0 que raramente acontece (Chavez Jr., 1988). Uma descricdo didatica do método foi
feita por Milton (1994), e na pagina eletrénica de Milton (2002) obtémse a planilha

eletrnica descrita no artigo.

Moran et a. (1992) compararam dados TM/Landsat-4 aerotransportados, tomados como
referéncia, com dados TM/Landsat-4 orbitais corrigidos atmosfericamente com onze
diferentes modelos. Os autores concluiram que os melhores resultados foram obtidos
com os modelos de transferéncia radiativa, como o Smulation of the Satellite Sgnal in
the Solar Spectrum (5S) (Tanré et a., 1990). Outra conclusdo é que o modelo de
correcdo proposto por Chavez Jr. (1988) é adequado para as bandas do visivel (de 1 a
3), onde existe predominancia de espalhamento; para a banda 4, onde existe

espal hamento e absorcao, o erro do método pode ser grande.

3 Chavez Jr. (1988) propde cinco modelos de atmosfera: muito clara (1), clara (1), moderada (1),

tarbida ( 1 ") e muito tarbida (| °°), onde!, é o comprimento de onda central da banda.
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Com o objetivo de minimizar as limitagGes iniciais do modelo apontadas por Moran et
a. (1992), Chavez Jr. (1996) propds mudancas no modelo, onde a transmitancia da
trajetéria Sol-alvo (Tz) (Fig 2.2) deixa de ser simplificada pelo valor um, e passa a ser
estimada pelo cosseno do angulo zenital do Sol. O novo modelo € nomeado em alguns
artigos como “Chavez melhorado” ou smplesmente DOS2. Song et al. (2001) afirmam
gue se fossem desprezados os aerossois e se fosse levado em consideracéo apenas o
espal hamento de Rayleigh, a transmitancia poderia ser mais bem descrita pela Equacéo
2.5 proposta por Kaufman (1989), onde a transmitancia € descrita em funcéo do
comprimento de onda e ndo apenas do cosseno do angulo zenital solar. Song et al.
(2001) denominam este modelo de Dark Object Subtraction (DOS3).

Parailustrar a evolugcdo do modelo de subtracéo do pixel escuro (DOS), observam-se na
Figura 2.2 as principais interagdes da radiagcdo solar com aatmosfera e a superficie
terrestre e as radiagdes que chegam ao sensor.

Fonte
Sensor !

Atmosfera

Superficie Terrestre

FIGURA 2.2- Interagbes da radiacdo eletromagnética com a atmosfera e a superficie
terrestre. Ey € airradiancia difusa, & é a irradiancia solar direta, Tv € a
transmitdncia na trgetéria superficie terrestre-sensor, Tz € a
transmitancia na trgjetéria Sol-superficie terrestre. Lhaze € a radiancia
difusa, Lsx € aradianciatotal que chega ao sensor.

A reflectancia na superficie é descrita segundo Moran et a. (1992) pela Equacdo (2.1)
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P*d?* (Lt - L haze)
Ty *(Egcos(a;)* T, + Egifusa)

N'sup =

(21)

onde: r 4y € a reflectancia na superficie, p (sr) € a constante de conversao da radiancia
em irradiancia, d é a disténcia Terra-Sol em unidades astrondmicas, Ls; € Lhaze S90 &S
radiancias total e difusa, respectivamente (W.m2.st.nm), Tv é a transmitancia na
trajetoria superficie-sensor, B é a irradiancia solar (W.m2.nmm), gz é o angulo zenital
solar, Tz € a transmitancia na trgetéria Sol-superficie e Egiusa € a irradiancia difusa

(W.m2.mm).

O pardmetro Lnae, € dado pela seguinte expressdo (Moran et al., 1992; Chavez Jr.,
1996):

L vaze = Limin = Looi» ONde Lmin € a radiéncia do alvo escuro e Loo1 € 0 vaor 1% de

haze min

reflecténcia do alvo escuro que deve ser considerado (Moran et al.,1992), ou sgja:

L - L * DN
|_ - — LM|N + ( MAX MI;S)5 pixelescuro (22)

onde: Lyin € Lmax S80 as radiancias minima e maxima necessarias a calibracéo do valor

(NASA, 2002a), e DN ixeescuro € 0 Valor, em nimero digital, do alvo escuro.
A radiéncia do alvo escuro € dada por:
L oo = 0,01* E; cos® qz/p* o (2.3)

onde: B é airradiancia difusa (W/nf), gz é o angulo zenital solar, p (sr) é a constante
de conversdo deirradiancia em radiancia (W.m2.srt.nm) ed é adistancia Terra-Sol em

unidades astrondmicas.

O parametro d, segundo Mather (1999) é dado por:

d =1- 0,01673* co5(0,9856* (DA - 4)) (2.4)
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onde: DA é o diado ano.

Esta mesma sequiéncia pode ser obtida na pagina de Skirvin (2002) para o modelo
DOS2 implementado no aplicativo ERDAS. A evolugdo no modelo DOS ocorreu,
basicamente, no célculo da transmitancia Sol-superficie (T), cujas mudancas estéo
ilustradas na Tabela 2.2.

TABELA 2.2 — Descricdo dos valores adotados para os parametros. transmitancia
superficie-sensor (Tv), transmitancia Sol-superficie (TZz) e irradiancia
difusa (Egsss) Na evolucdo do modelo de correcdo atmosférica
subtracéo do pixel escuro (DOS).

Modelo Tv Tz Edifusa
DOS1 1,0 1,0 0,0
DOS2 1,0 cos(q2) 0,0
DOS3 e tr/cos(av) e~ tr/cos(a;) (6S)

O termo t; do modelo DOS3 é dado, segundo Kaufman (1989) pela Equacéo 2.5:

t, =0,008569 ~*(1+0,01131 ~2 +0,00013 ~%) (2.5)

onde: | é o comprimento central da banda em questéo, qz o angulo zenital solar e qv €0

angulo zenital de visada.

Embora menos simplista que o0 modelo DOS1, no modelo DOS3, a Equagéo 2.5 ndo
consdera a latitude que afeta a espessura da atmosfera e, conseguientemente, o

espa hamento de Rayleigh.

Todas as corregdes anteriores, provenientes de modelos complexos ou ndo, visam
uniformizar as imagens para as variagbes atmosféricas. Muitos métodos tém sido
propostos com vistas a uniformizacdo das imagens e garantirem, 0 maximo possivel,

gue as mudangas detectadas numa série temporal, sejam devidas a mudanca do alvo em

si, e ndo devidas a variages dos angulos solares, degradacdo de detectores, ou variagdes
atmosféricas. Murakami et al. (2001) e Pax-Lenney et a. (2001) aplicaram modelos de
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correcdo atmosférica data a data, mas aguns autores propdem métodos onde, tomando-
Se uma data como referéncia, as cenas seguintes sdo gjustadas, em alguns parametros, a

essa imagem referéncia.
2.4 — Retificacdo de Imagens

A uniformizagdo de imagens pode ser encontrada na literatura segundo os termos
normalizacdo (Schott et al., 1988; Du et a., 2002), ou retificacdo (Hall et al., 1991)
radiométrica de imagens. No presente trabalho, usase o termo retificagdo radiométrica
por ser o termo adotado pelos autores (Hall et a., 1991) do método de uniformizacéo
utilizado. Estes autores alertam que, a0 contrario da correcdo geométrica, onde 0s
pontos de registro tém localizagdo fixa nas imagens, os pontos para retificagéo,
comumente denominados de pontos de controle radiométrico (Hall et al., 1991) ou
pontos pseudoinvariantes (Schott et al., 1988), podem ter localizagdo variada em
diferentes cenas, como o0 solo exposto, por exemplo. Para facilitar a localizacdo desses
pontos (Hall et al., 1991) propdem a geracdo das componentes “brightness’ e
“greenness’. Estas duas componentes sdo resultantes da transformac@o espectral
proposta por Kauth e Thomas (1976), onde a primeira componente maximiza a variagao
de brilho dos solos e a segunda, € uma componente perpendicular a primeira, que
maximiza a variacdo de vigor vegetal. Um gréfico (Figura 2.3) com essas duas
componentes tem, nas extremidades, a localizacéo (valor) dos pixels claros e escuros

n&o-vegetados e pouco variantes no tempo.
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FIGURA 2.3 — Gréfico ilustrativo da dispersdo “brightness’ versus “greenness’. Os
pontos claros e escuros dos pontos de controle radiométrico para a
componente “brightness’ situam-se em valores extremos, enguanto os
valores de controle radiométrico claros da componente “greenness’
s30 ligeiramente superiores aos escuros.

FONTE: Adaptada de Hall et al. (1991, p. 14).
A bandaretificada T(i) é calculada por uma transformacéo linear do tipo:
T(i) = mix; +b (2.6)
onde: % € abanda a ser retificada e m; e b; sdo calculados pel as equactes:
m; = (Br - Dri/(Bg - Dri) 2.7)
b; =(DriBg - DgBRi)/(Bs - Dg) (2.8)

onde Dg, Dri, Bg, Bri S80 as médias para as areas pseudoinvariantes escuras (D) e
claras (B) para as imagens a serem retificadas (S) e para as imagens de referéncia (R).
Para verificar se aretificagcéo foi bem sucedida, os autores sugerem que a diferenca da
média do nimero digital encontrado nas areas de controle radiométrico na imagem

retificada e naimagem de referéncia ndo sgja maior que uma unidade.



A retificac@o radiométrica permite uma extracdo de informacdo temporal dos alvos de
maneira confiavel quando o pixel é analisado de maneira continua. Entre os avos
terrestres, os avos agricolas, por seu dinamismo, raramente sdo bem caracterizados
numa unica data (Badhwar et al., 1982; Odenweller e Johnson, 1984; Lo et al., 1986;
Jewell 1989; Hill e Sturm, 1991; Murakami et al., 2001, Murthy et a., 2003). Portanto,
a execucao da retificagdo radiométrica € um imperativo no estudo multitempora desses

avos.

2.5 — Sensoriamento Remoto na Agricultura

Segundo Steven e Jaggard (1995), as aplicacOes do sensoriamento remoto em
agricultura enquadram-se, amplamente, em trés categorias. identificacdo de estresses
(fitossanitario e nutricional) das culturas, monitoramento da producdo, e classificacéo e
mapeamento. Descrevemse, nos pardgrafos seguintes, algumas aplicagdes do
sensoriamento remoto, discutindo-se, no estagio atual desse campo, aviabilidade e as

limitagBes devido as resolucdes dos sensores atualmente em orbita.

Antes de discutir as possibilidades potenciais dos sensores orbitais, ressaltam se os trés
niveis de obtencdo de informagéo discutidos por Lillesand e Kiefer (1994). Segundo os
autores, quando se deseja apenas separar grosseiramente alvos terrestres trabalha-se em
deteccdo; por exemplo, deteccdo de &gua ou vegetacdo. Num nivel mais avancado é
feito o reconhecimento dos avos, como na separacéo de vegetacdo em floresta e &rea
agricola. Num ultimo nivel pode-se chegar a identificacdo dos alvos, como a separacéo
da floresta em Pinnus e Eucaliptus, ou da area agricola em milho e trigo. Por anaogia,
pode-se expressar 0s nivels de detalhamento de informacéo, para protegdo de culturas,

de acordo com a Figura (2.4)
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FIGURA 2.4 — Niveis de informacéo no monitoramento da lavoura.

A analogia das fases de deteccdo, reconhecimento e identificagdo para protecéo de
culturas pode ser descrita da seguinte forma: numa fase superficial, apenas se detecta a
perda de vigor da cultura. Numa fase mais aprofundada pode-se reconhecer se a causa
da perda de vigor € ataque de insetos, doencas ou estresse nutricional, e no ultimo
estégio identifica-se 0 elemento minera critico ou qual o agente causador da doenca ou
desfolhamento.

Entre os trabalhos visando os fins acima citados pode-se destacar o de Moran et a.
(1989) que geraram, a partir de dados in situ (temperatura do ar, pressdo de vapor) e
bandas TM/Landsat-5, um mapa de evapotranspiracdo de culturas. A resolucdo espacial
do sensor foi adequada, mas a informacdo instanténea obtida foi muito restrita para um
fendmeno com necessidade de monitoramento diério. Outros trabalhos, como o de Rao
et a. (1995), ilustram o potencia das bandas refletivas na identificagcdo de solos salinos
por aumento de albedo. No entanto, para solos com problemas salinos 0 monitoramento
a nivel de campo € insubstituivel uma vez que “ndo se pode esperar que o solo mude a

Sua aparéncia...para comegar a preocupar-se com a salinizacdo” (Bernardo, 1989).
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Na area de fitopatologia, MacDonald et al. (1972) relatam a experiéncia com o Corn
Blight Watch Experiment (CBWE). Neste experimento, avaliaramse a extensdo e a
severidade da helmintosporiose, doenga do milho causada pelo fungo Helmintosporium
maydis, que havia reduzido em 15% a producéo no ano anterior. Neste experimento,
utilizou-se a fotointerpretacdo de fotografias infravermelhas e imagens multiespectrais,
e uma das véarias dificuldades apontadas foi a subestimacdo do nivel de infeccéo da
doenca. Isto ocorreu porque a infestagdo da planta ocorre de baixo para cima (Figura
2.5), comecando nas folhas proximas ao solo. Trabalhos como o de MacDonald et al.
(1972) mostram a dificuldade de identificagdo de doencas, pois mesmo a deteccéo de

perda de vigor é dificil e tardia (Johannsen e Carter, 2002).

FIGURA 25 - Dinamica da infestacdo da helmintosporiose em diferentes niveis de
severidade.

FONTE: MacDonald et al. (1972, p.19).

Jackson (1984) enfoca a utilizagdo do sensoriamento remoto como auxilio direto ao
fazendeiro, para o0 monitoramento hidrico, nutricional e fitossanitario. Steven e Jaggard
(1995) concordam com Jackson (1984) e afirmam que existe um grande interesse por
parte dos fazendeiros nas possibilidades acima citadas. Entretanto, tais aplicacoes
exigiriam uma obtencéo de dados com alta frequiéncia e resolugdes da ordem de poucos
metros, incompativeis com 0s sensores orbitais atuais. A viabilidade das aplicacBes

estaria em sensores aerotransportados e futuros sensores orbitais (Moran et al., 1997).
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Os atuais sensores orbitais podem n&o fornecer os dados ideais para muitas aplicacoes,
mas permitem uma boa visdo sindptica, numa resolucdo temporal entre 16 e 26 dias, e
uma resolucdo entre 10 e 30 metros, razodvel para aplicagdes agricolas, sendo o
mapeamento tematico a principal aplicacdo. O mapeamento tematico de culturas
agricolas multiplicado pela produtividade média de determinada cultura, permite
estimar a producdo agricola. Desse modo, uma boa classificagdo tematica € um

importante passo na avaliacdo da producdo agricola.

O mapeamento permite saber quais sdo as culturas, onde estéo e qual a érea ocupada por
cada uma, auxiliar na definicéo de politicas agricolas e no estabeleceminto de quotas de
importagdo e/ou exportagdo, na antecipacdo de precos e plangamento do uso de
recursos (Steven e Jaggard, 1995). Apesar de, aparentemente, ser um beneficio de pouca
valia para o produtor e de interesse imediato de governos e agronegociantes (Figura
2.6), a previsdo de safras e uma politica agricola bem direcionada mantém precos
atrativos ao agricultor e evita o0 prejuizo e a faléncia dos mesmos. Como exemplo
brasileiro, pode-se citar a cultura do café. Esta cultura passou por problemas
fitossanitérios, como o bicho mineiro (eucoptera coffeella) e a ferrugem Hemileia
vastatrix) e climaticos, como as geadas, mas superou todos. Porém, quase sucumbiu a

falta de politica para o setor (Francis, 1989).
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FIGURA 2.6 — Principios, aplicagtes e limitagdes logisticas em sensoriamento remoto
agricola.

FONTE : Adaptada de Steven e Jaggard (1995, p.145).
2.6 - Classificagdo de | magens Digitais

A classificacdo de imagens digitais consiste em rotular os pixels de uma cena em classes
pré-definidas ou ndo. O processo de rotulagdo de cada pixel € feito levando em
consideracéo a proximidade do padréo do pixel, descrito com as n bandas espectrais,
com o padréo determinado para uma classe (Swain, 1978; Lillesand e Kiefer, 1994;
Mather, 1999). Muitos algoritmos tém sido utilizados para classificacdo em imagens
digitais provenientes de sensores remotos, entre eles o algoritmo de Distancia Minimae
o agoritmo Gaussiano de Mé&xima Verossimilhanga (Kavzoglu e Mather, 2003). Na
Ultima década, as redes neurais artificiais tém chamado a atencdo como uma nova
ferramenta de classificagcdo de padrdes em imagens de sensores remotos, com algumas
vantagens sobre esses classificadores tradicionais como o treinamento com pequenas
amostras, ndo serem paramétricas, e tolerantes a dados falhos (Bischof et al., 1992; Tso
e Mather, 2001; Kavzoglu e Mather, 2003). Nos itens que se seguem, fazse uma
descricdo do classificador Guassiano de Maxima Verossimilhanca e das Redes Neurais

Artificiais.
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2.6.1 — Classificador Gaussiano de Mé&xima Ver ossimilhanca

Um dos algoritmos de classificacdo supervisionada pixel a pixel é o classificador de
maxima verossimilhanca. Neste algoritmo supfe-se que o comportamento das classes
envolvidas pode ser descrito por funcdes de densidade de probabilidade Gaussianas. A
regra consiste em associar o elemento a classe paraa qua ele tenha maior probabilidade
de pertencer. Costuma-se introduzir um limiar para a probabilidade de o pixel pertencer
a uma classe, abaixo da qual o pixel ndo serd incluso (Swain, 1978). Segundo Mather
(1999), este método baseia-se na suposicdo que a distribuicdo de freqiéncia de cada
classe possa ser aproximada para uma distribuicéo de probabilidade normal (com um
pico de freqiiéncia), 0 que parece ser atamente restritivo para aplicagdes. No entanto,
segundo 0 mesmo autor, 0 método ndo € tdo sensivel a pequenos afastamentos dessa

SUpOSi G&o.

De acordo com Swain (1978), a funcéo de probabilidade normal ndimensional € dada
pela Equacdo 2.9.

pP(XAv,) =

N

1 é
2e(pg

— X- U ) SH(X- UpY (29)
@S o0 :

Essa equacdo expressa a probabilidade de determinado pixel, representado pelo vetor X
(2.10), de n bandas espectrais, pertencer a uma determinada classe wi. Essa classe tem o
vetor de médias em n bandas dado por U; (2.11), e a matriz de covariancia dada por S;
(2.12):

)(‘D\
X
=

N
(e o Ry ey en} en} exj en} enly end

(2.10)
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O termo |S,| € o determinante da matriz de covariancia S;; S;* é a matriz inversa de

S.;e (X-U,)" éo vetor transposto do vetor (X-U.).

Na préatica, o vetor de médias e a matriz de covaridncia para cada clase sdo

desconhecidos e tém que ser estimados. Os célculos de cada elemento do vetor U, eda

A

matriz S,, que sdo estimativas ndo tendenciosas de U, e S,, sBo dados pelos

estimadores m; (2.13) e § (2.14).

1 d
mj =—a Xj| (213)
ondej=1,2, ..,n
. 1 J R .
Sijk =——a (xj - M) (xyq - M) (2.14)
ql - 1|:1

ondej=12,..,n k=12 ..,neq ondmero de amostrasdaclassei.

Muitos autores, antes de aplicarem o classificador Gaussiano de maxima
verossimilhanga, verificam qual o conjunto de bandas que proporciona a melhor

discriminacdo das classes. Embora existam peguenas divergéncias quanto aos canais,
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Townshend (1984) afirma que o melhor conjunto de bandas € composto por uma banda
do visivel (preferencialmente a banda do vermelho), uma banda do infravermelho
proximo e uma banda do infravermelho médio. A Tabela 2.3 ilustra 0 melhor conjunto

de bandas de alguns trabal hos de classificacdo com cenas agricolas.

Quanto ao sucesso da classificagdo, Chen et al. (1986) reportam uma classificacéo de
99% de exatidao, no entanto, os autores descrevem particularidades na cena que devem
ser andisadas. a homogeneidade fenolégica do milho, que estava entrando na
senescéncia; e homogeneidade da soja, que estava em fase de floraco; a Unica cultura
gue apresentava variacdo fenoldgica era a cana-de-acUcar. Tennakoon et a. (1992)
conseguiram uma exatiddo de 90% na discriminagdo de solo exposto, citrus, grama e
arroz inundado. Muitos dos sucessos de classificacdo sdo observados em legendas
pouco ambiciosas, como no trabalho de Tennakoon et al. (1992), ou com as culturas
com estadios fenol 6gicos homogéneos intraclasse e bem distintos entre classes (Chen et
al.,1986; Lobell e Asner, 2003).

Um exemplo de heterogeneidade intraclasse encontra-se em Medeiros et al. (1996).
Esses autores classificaram a &rea de cana-de-agUcar, soja e milho de quatro municipios
da EDR (Escritorio de Desenvolvimento Rura) de Orlandia (SP), com uma imagem
TM-5 de janeiro de 1995. Para melhor homogeneizar as classes, criaram 19 classes
tematicas; desse total a canateve trés subclasses, a soja cinco subclasses, e o milho duas
subclasses. Agua, nuvens, mata, cidades completaram as outras classes. Essa
variabilidade ilustra a variagdo fenoldgica dos poligonos, assm como, a mesma cultura
em diferentes solos e/ou coberturas, como palha. Os autores ressaltaram a necessidade
de classificar novamente os talhGes quando as culturas estivessem num estédio mais

desenvolvido.
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TABELA 2.3 — Resultado das analises discriminantes de a guns trabalhos que fizeram
classificagdo de cenas agricolas.

Trabalho/sensor Andlise Combinacdo de Culturas
bandas para melhor
discriminacéo
Townshend (1984) Divergéncia 3/4/5 Beterraba, pomares,
Daedalus gramados e ervilha
(smulador TM-4)
Chen et al. (1986) Distancia JM 2/4/5 Soja, milho, cana
T™M-5 (“ Jeffries
Matusita’)
Sharmaet al. (1995) | IOF (I’nplice de 1/4/5 e 3/4/5 Oleaginosas,
™-5 Fator Otimo) pomares,arbustos,
acacia e floresta
Dadhwal et a. (1996) Testet na 3/4/5 Trigo, mostarda,
™-5 diferencade ervilha, grama, nabo
exatidao de branco
classificacéo

2.6.2 —RedesNeuraisArtificiais

As Redes Neurais Artificias (RNA) ganharam muita atencdo na andise de dados de

sensores remotos a partir da década de noventa e, segundo Kanellopoulos e Wilkinson

(1997), o nimero de artigos com enfoque na utilizagdo das mesmas tem crescido muito
nas principais revistas. Uma rede neural artificiad (RNA) é definida como um

processador

massivo e paralelamente distribuido, congtituido de unidades de

processamento simples, que tem a capacidade para armazenar conhecimento

experimental e torna-lo disponivel para uso (Haykin, 2001). Antes de descrever o

funcionamento de transmissdo e processamento de um sinal por uma RNA descreve-se

de forma simplificada o funcionamento basico do cérebro humano.
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O cérebro humano € organizado em camadas, sendo o cértex cerebral a camada mais
complexa, naqual as células nervosas estéo extremamente adensadas permitindo grande
interconectividade (Haykin, 2001).

A unidade basica do cérebro € o neurbnio (Figura 2.7), que é composto por dendritos,
axonio, corpo celular e singpse. Os dendritos formam uma rede receptora na forma de
arvore que carrega os sinais elétricos para o corpo da cdlula. Estima-se que existam
10.000 conexdes em cada célula. O corpo celular impde um limiar para execucdo destes
sinais. O axoénio € uma fibra longa que leva o sinal processado de um neurénio para
outro. Entre o0 axénio e os dendritos existe um ponto de contato chamado sinapse onde
ndo existe contato fisico, mas sim uma liberacéo temporéria de neurotransmissores; esta
liberac&o ocorre em fungdo do impulso elétrico disparado. Os neurotransmissores fluem
através de fendas quimicamente ativas dos dendritos (neurorreceptores). Com a
existéncia de uma nova diferenca de potencial, um novo impulso elétrico é transmitido

para o corpo celular sucessivo, dando seqiiéncia a propagacéo (Hagan et al., 1996).

Dendritos \

-\}_l -
T (_'_) Cor um_‘h_'—__"’--u -
= ™

I
—q|
I'/ Sinapse

FIGURA 2.7 - Esquema de um neurdnio bioldgico.
FONTE: Hagan et d. (1996, p.1-8).

Um neurdnio artificial tem um funcionamento andlogo ao processo bioldgico descrito
anteriormente, o qual é ilustrado na Figura 2.8. O neurdnio K recebe os sinais x1, x2 e
x3 dos neurdénios A, B e C, respectivamente; esses sinais sdo ponderados pelos pesos

wl, w2 e w3 de maneira excitatéria ou inibitoria. Ocorre ainda a entrada do bias (q),
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cuja funcdo € aumentar ou diminuir a entrada liquida (2.15) na funcéo de ativacéo, ou

sga
y_entrada = w1* x1+w2* x2+w3*x3 + gk (2.15)

[ X1 g

. A 2. / K N

- [ n \ salda
~T\ =l |
C _,,-""- M A
ra

FIGURA 2.8 — Modelo de Neurénio.

Assim, as entradas no neurénio K sdo ponderadas pelos respectivos pesos e somadas
juntamente com o hias. O resultado dessa soma € aplicado a funcdo de ativacéo que
determina o sinal de saida do neurénio. A Figura 2.9 ilustra duas funcdes de ativacdo
ndo-lineares: alogistica (2.16) e atangente hiperbdlica (2.17) , ambas do tipo sigmoidal.

1.07

0.6

0.2 Logistica
f0=1/1+e) (216

-0.2;

Tangente Hiperbolica

06 f(x) = (1-9/(1+eX) (2.17)

'1.0' T T T T T T T T 1
5-4-3-2-1012345

FIGURA 2.9 — llustragdo das fungdes logisticas e tangentes hiperbdlicas.
Os neurdnios sdo organizados e ligados em rede, de modo a constituirem camadas como

formando as redes neurais. Existem diversos modelos de redes neurais (Haykin, 2001).

55



Nesta tese consideram-se as redes formadas por multiplas camadas de neurdnios do tipo

perceptron.

Essas redes sdo constituidas por uma camada de entrada, uma ou mais camadas ocultas
e uma camada de saida. A alimentacdo dessas redes € progressiva, onde o sina €
propagado camada por camada. As redes de Perceptrons de Mltiplas Camadas (MLP)
foram concebidas para resolver problemas mais complexos, os quais ndo poderiam ser
resolvidos pelo modelo de neurbnio basico (Lipmann, 1987; Haykin, 2001). Um
exemplo de rede MLP é ilustrado na Figura 2.10. Nela existe uma camada de entrada
com guatro neurdnios, uma camada oculta com trés neurdnios e a camada de saida com

cinco neurdnios, o que resulta numa arquitetura 4-3-5 (Bishop, 1995).

Camada Camada
de entrada de saida

! \\‘ _{..’ ."I.-'

W AL 1
Vetores \){\Q\ LO g

" f %
de }::2 [ :“x - ."|l )1}

{ \
entrada ’Q #O((“;O T
X3 ; / ?..:- «“ ! / A Y

/ i “\*
5 O
: Camada

oculta
FIGURA 2.10 — Rede de miltiplas camadas com arquitetura 4-3-5.

FONTE: Adaptada de Bishop (1995, p.117).

X4

Segundo Haykin (2001), as redes de multiplas camadas tém sido usadas para 0s mais
diversos fins, sendo principamente treinadas com o algoritmo de retropropagacdo do
erro (RPE). Em sensoriamento remoto, e particularmente como classificador de imagens
digitais, essas redes tém sido usadas amplamente (Paola e Schowengerdt, 1995;
Kanellopoulos e Wilkinson, 1997; Atkinson e Tatnall, 1997).
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O agoritmo de retropropagacdo do erro (RPE) é descrito a seguir, segundo Haykin
(2001). Na Figura 2.11, observa-se o termo g(n) que se refere ao sinal de erro do

neurbnio j na n-ésima iteracdo, que é dado por:
e;(n)=d (n)-y;(n) (2.18)

onde: d; é a resposta desejada para o neurdnio j; e y; € o sina funcional que aparece na
saida do neurdnio j.

Admitindo-se que esta rede tenha C neurbnios na camada de saida, o valor instantaneo
da soma dos erros quadréticos é dado por E(n):

E(n) = %é e’ (n) (2.19)

iic

A esquerda (Figura 1) do neurdnio j, um conjunto de neurénios produz sinais funcionais
que o alimentam. O campo local induzido v; resultante na entrada da funcéo de ativagéo

no neurdnio j, € dado por:
vi(n)=a w; (n)y; (n) (2.20)
i=0

onde m é o nimero total de entradas (incluindo o bias) aplicadas ao neurdnio j. O peso
singptico wjo, (correspondendo a entrada fixa yo=+1) € igual ao bias ¢ aplicado ao
neuronio j. O sina funciona y;(n) que aparece na saida do neurbnio j na n-ésima
iteracéo é dado por:

y;(n) =j ;(v;(n) (2.21)

ondej j € afuncdo de ativagédo, como por exemplo, afungéo logistica:

j(vi(m) =

coma>0e- ¥ <v.(n)<+¥
1+ exp(- av;(n)) :

cuja derivada em relagéo a vj(n) €

aexp(- av;(n))
[1+exp(- av; ()]*

(v () =
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O dgoritmo de RPE aplica uma correcdo de Dwj;i(n) a0 peso sinaptico w;i(n), que é

proporcional a derivada parcia do erro em relagdo ao peso, ou sgja:

TE(n) _ TE(n) Te;(n) Ty, (n) Tv;(n)
Twji(n) Ty (n) Ty;(n) v, () T, (n)

A seguir, descreve-se cada uma das derivadas parciais:

y=+1°

. i d(n)
4 W (n) = by(n} {
[ =8
k™ g |
*"-.__ - ers= ] ---"---L_ 1
e A wn) () yp@) -1
,I;fiﬂ;.; ”""{n}li_ . > i 5 . % . e(n
“A

Heuronio |

FIGURA 2.11 — Gréfico de fluxo de sinal de um neuronio.
FONTE: Adaptada de Haykin (2001, p.189).
Da Equacdo 2.19 pode-se escrever:

TE(n)
=e.(n
Te; (n) "
Da Equacdo 2.18 pode-se escrever:
ﬂej(n) ~_1
Ty;(n)
E diferenciando a Equacdo 2.21, temos:
fiy;(n) _.,
W =] (Vj (n))
E o diferencial da Equagéo 2.20 em relagdo aw;; (n), resulta:
fiv;(n)
—  =v.(n
w ji (n) i

Combinando-se as equactes 2.23 a 2.26 na Equagéo 2.22, resulta:
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TEM) _
TN ORI (2.27)

E a correcéo Dwji (n) aplicada aw;; é definida pela regra delta:

TE(n)

PV = o

(2.28)

onde h é o parémetro conhecido como taxa de aprendizagem. Quanto menor for a

variacao da taxa de aprendizagem h, menores serdo as variagcOes de pesos sinpticos da
rede e mais suave sera a trajetéria no espaco de pesos. Por outro lado, quando maior for

h, maior sera a variacdo dos pesos sindpticos resultantes e a rede pode ficar instavel.

O sinal negativo na Equacéo 2.28 indica a descida do gradiente no espaco de pesos, ou
sgja, a busca de uma direcéo para mudar o peso que reduza o valor de E(n).

Onde d; € o gradiente local, que indica as modificagfes necessarias aos pesos sinapticos,
para 0 neurdnio j, € igual ao produto do sinal de erro g(n) pela derivada (j ’;(v;(n)) da

funcéo de ativacdo associada, ou sgja

TE(n) _ TE(n) Tie; () Ty;(n) _

R T O R Y O o A
A substituicéo da Equacdo 2.27 em 2.28 resulta:
Dw;; (n) =hd;(n)y; (n) (2.30)

Segundo Haykin (2001), um fator chave no cédculo do gjuste de peso Dw; € o sinal de

erro g(n) na saida do neurdnio j. Nesse calculo, dois casos tém que ser considerados:

No primeiro caso, 0 mais simples, 0 neurénio j € um neurénio de saida. O neurénio é
suprido com aresposta desgjada, ou sgja, a resposta (valor) que o usuario definiu para o
treinamento. Dessa maneira, calcula-se o sina de erro e através da Equacéo 2.30, e

calcula-se o gradiente local dj(n).

No segundo caso, 0 mais complexo, 0 neurénio j esta localizado na camada oculta da
rede sem resposta desgjada especifica, e 0 sinal de erro do neurdnio oculto é

determinado de forma recursiva, através da Equacdo 2.31:
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d,(n)=j " (v,(MQ dy (N)w,;(n) (2.31)

onde k € o neur6nio de saida e j o neurénio oculto.

A Figura 2.12 ilustra o resumo do algoritmo de RPE, segundo Haykin (2001). Apés a
inicializacdo dos pesos apresenta-se a rede os exemplos de treinamento e a saida
desgjada. Calcula-se a saida do campo loca induzido, a saida do neurbnio e o erro
cometido. Caso ndo sgja atingindo o erro desgado, calcula-se o gradiente local de
acordo com um dos casos da Equagéo 2.22 ou 2.23. Executam se iteracOes até atingir o

erro desgjado.
AFRESEHTAQﬁD DOs
INICIALIZAGAO EXEMPLOS DE TREINAMENTO

Gerar pesos sinapticos e limiares
de uma distribuigdo uniforme. A "

média deve serzero e a

ks . Apresentacdo dos padrles a rede.
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FIGURA 2.12 — llustracdo esquemética do algoritmo de RPE.

Segundo Haykin (2001), o algoritmo de RPE pode ser visto como a aplicacado da técnica
recursiva conhecida na estatistica como aproximagdo estocéstica. Segundo o autor,
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aprender € encontrar uma superficie, em um espaco multidimensional, que forneca o
melhor gjuste para os dados de treinamento, e generalizar € utilizar esta superficie para

interpolar os dados de teste.

Este mesmo ponto de vista € a motivacdo das Funcdes de Base Radial (FBR), as quais
possuem, no conjunto de neurénios da camada oculta, uma “base” arbitraria para os
padrdes de entrada, utilizando um espaco de alta dimensionalidade para existir uma

maior probabilidade de que um padréo seja separavel.

A arquiteturatipica de umarede FBR é ilustrada na Figura 2.13. Ao contrério das redes
de perceptrons de multiplas camadas (MLP) treinadas com o algoritmo de
retropropagacao do erro (RPE), que podem ter mais de uma camada oculta, a rede FBR
tem apenas uma camada oculta com funcBes que podem ser multiquadraticas,

multiquadréticas inversas ou gaussianas.

=
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X! —» O
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. e

Xm —= [ ~
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i A CAMADA OCULTA DE SAIDA
DE ENTRALA K FUNGOES DE BASE RADIAL

FIGURA 2.13- Arquitetura de uma rede neura de funcéo de base radial.
FONTE: Adaptada de Haykin (2001, p.307).
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NaFigura2.13, sendoj umafungdo de base radial, com o centro dado pelo vetor i, , e

varidncia s, tomando o vetor de entrada X na iteragio n, a saida da fungdo de base

radia é dada pela Equagéo 2.32.

. & -1 0
j = e % i 32)
8 K o
A saida y, (n) darede FBR é descrita por:
S
Ye(n=a wf, (X)+b, (2.33)

=

Segundo Bishop (1995), as redes FBR e RPE desempenham papéis muito semelhantes
de mapeamento do espago multidimensional, uma vez que ambas fazem aproximagoes

arbitrérias e ndo lineares. No entanto existem diferencas:

Todos os parametros de uma RPE sdo determinados a0 mesmo tempo. Ja uma
FBR € treinada em dois estagios, primeiro com a funcdo de base sendo
determinada por técnicas ndo supervisionadas usando os dados de entrada
somente, e, em segundo, gustando-se 0s pesos da segunda camada com

aprendizagem supervisionada.

Enquanto uma rede MLP com algoritmo RPE divide o espaco de atributos em
hiperplanos, a FBR divide o mesmo espaco em elipses (Figura 2.14) (Bishop,
1995).

RPE RBF

FIGURA 2.14 — Exemplo de dados que se distribuem em trés classes. Na primeira séo
separados por hiperplanos através de redes RPE e na segunda séo
separados e gjustados por fungdes representadas pela FBR.

FONTE: Adaptada de Bishop (1995, p.180).
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As RNA receberam muita atencdo da comunidade cientifica de sensoriamento remoto a
partir da década de 90. Entre as vantagens do uso das RNA est4 a facilidade de
processar e interpretar grandes quantidades de dados (Atkinson e Tatnall, 1997). Assim,
os sensores da plataforma Terra®, como o Moderate Resolution Imaging
Soectroradiometer (MODIS), o Advanced Spaceborne Thermal Emission and Reflection
Radiometer (ASTER), o Clouds and the Earth’s Radiant Energy System (CERES), o
Multi-Angle Imaging SpectroRadiometer (MISR), 0 Measurements of Pollution in the
Troposphere (MOPITT), que produzem 850 Gigabytes/dia (NASA, 1999), tém, nas
redes neurais, um grande potencial de processamento. Outra vantagem estd na
possibilidade de integracdo de dados multi-sensores (Benediktsson et al., 1990;
Wilkinson et a., 1995). Wilkinson et al. (1995) utilizaram as 6 bandas refletivas do
sensor (TM) de 30 metros de resolucéo e 8 bits, e dados SAR/ERS-1 de 12,5 metros e
16 bits. Apds a padronizacdo dos dados para 25 metros e 8 bits, os autores alimentaram
uma rede de arquitetura #17-8 no mapeamento de classes florestais. Neste trabalho,
nem sempre a adicdo de dados microondas SAR/ERS-1 aos dados Opticos levou a uma
melhor exatiddo de mapeamento, porém os autores relatam a facilidade de integracéo

(entrada) de dados Opticos e microondas.

Observa-se na literatura que muitos autores buscaram respostas nas aplicagoes de RNA
em classificagdo de imagens visando a0 méximo proveito destas. Ao contr&rio do
classificador Gaussiano de maxima verossimilhanca, onde o operador pouco decide
sobre o resultado fina (por exemplo: no limiar de probabilidade a ser classificado), o
uso das RNA exige uma maior interacdo do operador. Duvidas com relacdo ao pré-
processamento dos dados, arquitetura de rede, nimero de neurénio da camada oculta,
tamanho de amostras e interrupcdo do treinamento s&o as mais comumente encontradas

na literatura (Paola e Schowengerdt, 1995; Kavzoglu e Mather, 2003).

Com relacdo a0 pré-processamento, Bishop (1995) ressdlta a necessidade de
normalizagdo dos dados para que a saida da rede expresse, no resultado fina, a

combinacéo dos dados de entrada. Por exemplo, numa RNA onde as entradas sejam a

* Denominada anteriormente EOS “ Earth Observing System” AM-1
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temperatura e a pressdo, dependendo das unidades utilizadas, as grandezas numéricas
podem ter ordens de grandeza de diferenca. Assim, o campo loca induzido v;, ndo
expressaria as duas entradas. O autor propde que o conjunto de dados de uma grandeza
G, com variaveis Xg, média g e desvio padréo s ¢, seja reescalonado de tal maneira que

cada novo vaor X do conjunto seja dado por:

X X" He (2.34)
SG
onde:
14
He =—a Xo (2.35)
N g
1 9
S =l 8 (Xe - Ho)V? 23)
T +G=1

onde N é o nimero de elementos no conjunto G.
O conjunto de dados resultante tera média zero e desvio padréo unitério.

Porém, para dados com baixos vaores de desvio e média elevada, os dados
transformados terdo valores fora do intervalo zero e um [0 - 1]. Jarvis e Stuart (1996)
descrevem que apenas dividiram os dados digitais (de 8 bits) por 255 como forma de
reescalon&los entre 0 e 1. Miller et al. (1995) afirmam que este procedimento ainda
pode deixar as bandas com diferentes pesos no resultado final de classificagdo. Segundo
0s autores, em algumas bandas, como no vermelho, o valor maximo encontrado esta
muito aquém de 255 e o reescalonamento linear simples deve levar em consideracéo o
valor méximo encontrado. A Figura 2.15 ilustra o reescalonamento linear proposto por
Jarvis e Stuart (1996) e Miller et a. (1995).
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FIGURA 2.15 — Reescalonamento de uma banda hipotética com DN méximo 110
segundo Jarvis e Stuart (1996) (a), e segundo Miller et a. (1995) (b).

Miller et a. (1995), por utilizarem a funcéo de ativacdo tangente hiperbdlica (-1 a 1),

descrevem a normalizagdo (x;) em termos dos valores méximos (X, ), € minimos

(X ) Que determinada banda espectral apresenta.

2(x; - (Xpin))
Xmax) - Xpmin)

x®= Normdizad o(x;) = -1 (2.37)
Além da normaizacdo dos dados de entrada, outra incerteza muito comum nos
trabalhos € a arquitetura da rede a ser utilizada. Paola e Schowengerdt (1997) utilizaram
as 6 bandas refletivas do sensor TM para verificar, por tentativa e erro, 0 niUmero ideal
de neurdnios da camada oculta para obter a melhor classificagdo. Utilizaram 1, 2, 3, 6,
9, 12, 15, 18, 24, 30 e 36 neurdnios, e verificaram que, com qualquer nimero maior que
3, arede produzia resultado satisfatorio na classificacdo das sete classes. Bernard et al.
(1997) usaram as 6 bandas reflectivas do TM para classificar sete classes e observaram
o efeito do incremento unitéario do nimero de neurdnios, na camada oculta, de um a 21.
Concluiram que ao redor de 13 neurénios ocorreu a melhor exatidéo de classificagdo, e

de oito a 21 neurdnios as exatiddes ndo diferiram de forma significativa.

Foody e Arora (1997) classificaram seis classes agricolas com dados do sensor ATM
(“Airborne Thematic Mapper”) testando quatro arquiteturas de rede com 5, 10, 20
neurbnios em uma camada oculta, aém de uma rede com 20 neurdnios divididos em
duas camadas ocultas (10:10). Para os autores, redes grandes e complexas permitiram
uma melhora na exatiddo de classificacdo, mas esta melhora ndo foi estatisticamente

significativa. Han et a. (2003) chegaram as mesmas conclusdes utilizando as bandas 2,
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3, e 4 do sensor TM. Estes autores mostraram que uma rede com duas camadas ocultas
apresentou, em relacdo a uma rede com apenas uma camada oculta, uma melhor
classificagdo num menor tempo de treinamento; e, ao utilizar uma rede com duas
camadas ocultas, a primeira deve ter, no minimo, o dobro de neurénios da camada de

entrada.

Kavzoglu e Mather (2003) verificaram a influéncia da arquitetura das redes no resultado
da classificagdo com dados Opticos e de microondas. Foram testadas redes com uma
camada oculta e redes com duas camadas ocultas. Na rede com uma camada oculta, foi
utilizado o incremento unitario de um a 25 neurdnios, na rede com duas camadas
ocultas foram utilizadas as seguintes arquiteturas. 5:5, 5:10, 10:10, 10:20, 16:14 e
24:21. Ao verificarem a exatiddo global de classificacdo, observaram que esta aumenta
bruscamente com o aumento de neurdnios, até o terceiro neurénio; acima de oito a
exatiddo ndo passava de 90%. As redes com duas camadas ocultas também ndo

forneceram exatidao maior que 90%.

Fletcher e Goss (1993) pospuseram uma formula onde 0 nimero 6timo de neurdnios na

camada oculta estariaentre 2n +1 e 24/n+ m, onde n é o nimero neurdnios de entrada

€ m o nimero de neurénios de saida.

A obtencdo do tamanho ideal da rede é sempre uma preocupacdo, pois a reducdo do seu
tamanho com a manutencdo do bom desempenho € sempre desgével. Segundo
Kavzoglu e Mather (1999), redes com mais neuronios ou camadas tém a vantagem de
aprender padres mais complexos uma vez que descrevem, no espago rdimensional,
decisdes-limites muito mais complexas (Lipmann, 1987), dém de serem menos
influenciadas pelos pesos iniciais aeatorios (Paola e Schowengerdt, 1997). Mas essas
redes mais complexas necessitam de um tempo maior para serem treinadas e, em geral,
generalizam mal com dados desconhecidos. Ta dificuldade de generalizagdo € ruim

devido & memorizagdo excessiva de ruidos dos dados de treinamento (Haykin, 2001).

Com vistas a congtruir uma rede Otima e eliminar pesos singpticos de maneira

progressiva e ordenada, Kavzoglu e Mather (1999) testaram trés algoritmos de poda,
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que é o processo de determinar quais conexdes ou neurdnios sdo mais Utels em
determinadas solugdes e determinar a eliminacdo dos menos Uteis. “Magnitude-based
pruning”, “Optimum brain damage”’ e o “Optimum brain surgeon”. O Ultimo agoritmo
“Optimum brain surgeon” foi o que melhor generalizou apds reduzir 0 nimero de

conexdes de 210 para 80.

O tamanho da amostra também foi investigado por varios autores. Ao contrério dos
métodos paramétricos, onde um tamanho de amostras equivalente a 30 vezes 0 nimero
de variaveis discriminantes (bandas) é tido como adequado (Mather, 1999), o nUmero
ideal para classificacdo com RNA é ainda objeto de estudo. Em um dos primeiros
trabalhos de aplicacbes de RNA em sensoriamento remoto, Hepner (1990), classificou
uma imagem de 459x368 pixels em quatro classes. Fez um estudo comparativo e
concluiu que a rede neural consegue um resultado semelhante com Y4 da amostra
necessaria ao classificador de maxima verossimilhanca. Zhuang et a. (1994), com uma
imagem TM/Landsat de 107x107 pixels, classificaram 6 classes (soja, milho, floresta,
pasto, solo exposto e rio) com amostras correspondentes a 5, 10, 15 e 20% dos pixels
da imagem. Aplicando o teste de Tukey, os autores verificaram que uma amostra
contendo entre 5 e 10% dos pixels da imagem produz resultados satisfatorios sem
diferenca significativa com amostras maiores. Foody e Arora (1997) ndo informam o
tamanho percentua das amostras em relacdo a imagem, mas utilizaram amostras de 10,
30, 50 e 100 pixels por classe, e observaram que o tamanho da amostra tem grande

influéncia na exatidéo final da classificagéo.

Além do tamanho minimo de amostras por classe, deve-se ter cautela para que todas as
classes sejam amostradas igualmente para que tendenciosidades sejam evitadas durante
o treinamento (Foody e Arora, 1997), embora hga indicacbes de que issO sga
necess&rio em algumas situagbes. Blamire (1996) trabalhou a influéncia do tamanho
relativo das amostras numa imagem com duas classes dominantes. solo exposto e
urbano. A classe urbana com subclasses industriais, residenciais aém de rodovias,
apresentava uma variancia maior que a feicdo solo exposto. O autor testou véarios
tamanhos de amostras, visando a uma maior amostragem da classe com maior variancia.

As proporgdes utilizadas foram de 90:90, 90:60, 90:45 e 90:30 pixels de urbano:solo,
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respectivamente. A proporcéo que forneceu o melhor resultado da exatiddo global e de

exatidao do usuério foi a 90:45.

Civco (1991) comentou sobre qual parametro estatistico deve ser utilizado na
classificacdo. O vetor de médias ndo seria ideal para ser utilizado uma vez que este ndo
exploraria a variabilidade de cada classe, embora o0 autor reconhega que uma
amostragem variada pode introduzir variabilidade. Outros autores também tiveram
dificuldades quanto a variancia de uma determinada classe ndo introduzida durante o
treinamento. Foody (1999), tendo dificuldades em classificar talhfes agricolas que séo
muito homogéneos pela natureza intrinseca®, testou amostras impuras que continham
pixels fora dos talhdes de determinada classe. Como resultado, o tempo de treinamento

aumentou mas a generalizacéo foi melhor.

Outro ponto explorado pelos autores é a estrutura de entrada de rede, a qual pode ser
construida utilizando janelas NxN ao redor do pixel-alvo (Figura 2.16). Dessa maneira,
uma informagdo adicional de textura é captada sem uma explicita definicdo da medida
de textura (Bischof et al., 1992). Paola e Schowengerdt (1997) fizeram um estudo
comparativo entre a entradas simples e janelas 3x3. Observaram que com ajanela3x3 a
classificagdo ficava mais homogénea, sem o efeito ruidoso, além de necessitar de 3 mil
iteracOes para chegar a um mesmo EMQ (Erro Minimo Quadratico) obtido com 50 mil
iteracOes para a entrada simples. Bischof et a. (1992) relatam que a textura foi
fundamental para separar as classes agricolas das urbanas, as quais apresentavam
confusdo espectral. He e Collet (1999) também tiveram melhoras na classificagdo com a
adicdo de textura. Ao testarem janelas 3x3, 5x5, 7x7 e 9x9 observaram que as janelas
5x5 e 7x7 foram as melhores na adicdo de informagdo textural, apesar de que esta

conclusdo fica restrita as caracteristicas espaciais daimagem analisada.

> Em geral, em um talhdo agricola utilizam-se mesma semente, mesmos tratos culturais e mesmas

dosagens de qual quer agroquimico, 0 que o torna um poligono muito homogéneo.
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FIGURA 2.16 — Bandas espectrais (B, a Bn) e duas possiveis maneiras de entrada dos
dados na RNA: (@) pixel a pixel e (b) através de janela 3x3 a qua
adicionainformacdo textural além da espectral.

Além do pré-processamento, arquitetura, tamanho da mostra, proporcées da amostra por
classes, pardmetros estatisticos e estrutura de entrada, existem outros guestionamentos
feitos para um bom desempenho da rede para operar uma classificagéo. Por exemplo, 0
nimero de iteracbes ou épocas de treinamento. Recomendase cautela durante o
processo de treinamento, pois uma rede sobre-treinada tem a capacidade de
generalizacdo reduzida. Para alcancar um treinamento ideal, utilizase 0 método de
validagdo cruzada com parada antecipada, 0 qual € descrito por Haykin (2001). A
Figura 2.17 ilustra a curva de aprendizagem, com o decréscimo do EMQ para os dados
de treinamento e de validagdo. Os dados de validagdo sdo uma pequena amostra dos
dados de teste, os quais arede vai classificar a posteriori. Observa-se para a amostra de
treinamento que inicialmente 0 EMQ cai rapidamente e depois mals vagarosamente,
uma vez que as diferencas de gjustes de pesos ficam sutis. A curva de erros para 0s
dados de validacdo, cai até um certo ponto e depois comeca a crescer, mostrando o
ponto ideal de parada de treinamento onde 0 erro para os dados de teste, representados
pelos dados de validacdo, € minimo. A partir desse ponto a rede comeca a ficar

especifica para os dados com os quais elafoi treinada.
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FIGURA 2.17 - llustragéo do ponto e parada antecipada baseado na validagéo cruzada.
FONTE : Adaptada de Haykin (2001, p.243).

Blamire (1996) descreveu o uso da validacdo cruzada na sua metodologia de
treinamento e, ao invés de utilizar o EMQ como indicador de aprendizado da rede,
utilizou uma amostra de validacdo em intervalos regulares, que evitou o sobre-
treinamento. O nimero de iteracBes ficou entre 900 e 2500. Berberoglu et a. (2000)
sugerem treinar a rede até um valor constante de EMQ (n&o citado) “ esperancosamente
aceitédvel”, que foi acancado proximo de 1500 ciclos. Observa-se, na literatura, uma
grande variacdo do numero de ciclos de treinamento: Kavzoglu e Mather (1999)
precisaram de 15 mil ciclos de treinamento para que a rede encontrasse 0 minimo da
funcdo de erro. Foody (1999), que utilizou amostras nas bordas dos poligonos, aplicou
10 mil iteragBes, Paola e Schowengerdt (1997) reportam 25 mil iteracOes para acancar
um EMQ de 0,002 com uma rede de entrada 3x3, e 50 mil iteragOes para alcancar um
erro de 0,008 com uma rede de entrada simples; Civco (1993) fez 250 mil ciclos de
treinamento para chegar a um EMQ de 0,18. Em contraste, Kanellopoulos et al. (1992),
para classificar 20 classes, ndo precisou mais do que 900 ciclos de treinamento. German
e Gahegan (1996) utilizam, no maximo, 5 mil iteragbes pois, por experiéncia com
variados problemas, os autores nunca observaram melhora nas classificagcbes apos mil

ciclos de treinamento.
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2.7 — Temporalidade na Analise de Alvos Agricolas

Como mencionado no item 2.4 , uma Unica imagem abital raramente permite uma
correta classificagdo das culturas. Uma das causas € a variabilidade da resposta espectral
(Hill e Sturm, 1991), que muda nas diferentes fases do ciclo. Outro fato é que os
poligonos agricolas ndo estdo, necessariamente, na mesma fase fenoldgica ou num
mesmo tipo de solo (Hall e Badhwar, 1987). Outro problema € a perda de
particularidades espectrais em fungdo das larguras das largas bandas atualmente

utilizadas nos sensores (Steven e Jaggard, 1995).

Assim, culturas diferentes podem apresentar respostas espectrais similares; ou talhdes
diferentes cultivados com uma mesma cultura, por variagdes fenolégicas ou de tipos de
solos, podem ser espectralmente diferentes numa imagem. Para buscar solucdes para
este problema faz se necessario analisar o trabalho de Landgrebe (1997). Segundo este
autor, um importante passo na definicdo da andlise de um problema é o modo de
representar matemética e conceitualmente as variagfes. Existem trés principais maneiras
de representar e visualizar quantitativamente os dados de sensores multiespectrais: na
forma de imagem, na forma de curva espectral e num espaco de atributos, como pode

ser observado na Figura 2.18.
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FIGURA 2.18 — Formas de representacéo de dados multiespectrais; | € o comprimento
de onda.

FONTE: Landgrebe (1997, p.15)
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A forma de imagem € a maneira mais comum de representacdo, serve como uma
interface homem/dados gjudando o usuario a fazer a conex&o entre um pixel e a érea
gue ele representa. O espaco espectral descreve a variagdo da reflectancia de uma dada
superficie em funcdo do comprimento de onda, resultando na “assinatura’ espectral,
muito utilizado de maneira didatico-ilustrativa. Por ultimo, a forma de representar dados
discretizados em determinados comprimentos de onda, no espaco N-dimensional, para
andise através de algoritmos (Landgrebe, 1997). Devido ao dinamismo dos alvos
agricolas, a andlise em qualquer um desses espacos, para uma Unica data, ndo fornece
uma boa caracterizacdo dos mesmos. A melhor descricdo de uma cultura agricola é
através da andlise temporal, a qual visa descrever a fenologia de uma cultura (Bauer,
1985; Hall e Badhwar, 1987). A fenologia refere-se ao desenvolvimento das plantas, ou
sgja, aos fendbmenos periddicos das plantas, como a brotacdo, a floracdo e a frutificagéo,

0S quais estdo correlacionados com as condicdes ambientais.

Um dos primeiros trabalhos a utilizar a temporalidade para classificagdo de culturas
descrito em Badhwar et al. (1982). A partir de imagens Multi-Spectral Scanner (MSS),
esses autores calcularam os parametros a e b derivados do modelo descrito na Equacéo
2.30 para gerar um espaco de atributos diferenciado dos atributos espectrais (Badhwar
et al., 1982; Bauer, 1985).

G(t) =Gg +(Gm - Go)(2b/a)?/2(t- tg)? expl- b(t - t9)?] (2.30)

onde G é o vaor do indice “greenness’ para 0 solo exposto, G, € o valor do indice
“greenness’ ho maximo vigor, G(t) o valor do indice paraadatat, a eb sdo parametros

especificos para a cultura e a condicdo da mesma, tp € a data da emergéncia espectral.

Este modelo tem dois pontos de inflexdo (t; e t;) relacionados as taxas de mudanca do
“greenness’ conforme pode ser observado na Figura 2.19. A diferencaentret, e t; €

chamadae:

e? = (t, - t;)? (2.31)
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Na evolucdo dessa linha de pesquisa, Badhwar (1984) afirma que os parametros Gm, e e
tp, 0 qual € o tempo decorrido até o maximo valor de “greeneess’, seriam os melhores
pardmetros a serem utilizados para classificagdo em substituicdo aos dados espectrais
originais, estes parametros resumem mais de 95% das informagdes dos dados originais.
Em um trabalho de aplicacdo, Hall e Badhwar (1987) também utilizaram, com melhoria

na classificacéo, os parametros Gm, tp e e para classificacdo das culturas de milho e

soja na Argentina.
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FIGURA 2.19 — Mode o de perfil temporal para o indice “greenness’.
FONTE: Adaptada de Bauer (1985, p.1077).

Para Ajai et a. (1985), outros parametros poderiam descrever as caracteristicas
temporais de uma cultura. Esses autores estudaram o comportamerto tempora do indice
de vegetacdo razéo simples (RS®) para as culturas do trigo, gréo-de-bico e mostarda com
um radidmetro operando nas faixas de 665-685 nm (vermelho) e 815-835 nm

(infravermelho préximo). Os pardmetros propostos foram o periodo de ascenséo,

bRS= IVP/V, onde IVP - Infravermelho Préoximo, V — Vermelho.
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periodo de queda, valor maximo do indice, periodo até o pico, e duracdo do perfil

(ciclo). A Figura 2.20 ilustra graficamente estes parametros propostos.

Trigo Grio-de-bico Mostarda

Periodo de ascensio (pa) (dias) 50 85 65
Periodo de queda  (pq) (dias) 50 55 70
Maximo IVPY (mx) 6,7 0,3 4.7
Duragdo do perfil (dp=patpg)dias) 100 135 135
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FIGURA 2.20 — Perfil temporal do indice RS para o trigo, milho e o gréo-de-bico.
FONTE: Adaptadade Ajai et a. (1985, p.1578).

Pela andlise desses parametros em espagos de atributos bidimensionais — periodo de
ascensdo versus valor maximo ou periodo de ascensdo versus periodo de queda (Figura
2.21), observa- se a separabilidade que existe entre as culturas.
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FIGURA 2.21 —Valor de pico do indice RS versus periodo de ascensdo do valor.
FONTE: Adaptada de Ajai et al. (1985, p.1578).

Outros trabalhos relataram o uso da temporalidade em estudos agricolas. Odenweller e
Johnson (1984) analisam a potencialidade dos perfis temporais do “greenness’ para
identificagdo de culturas agricolas. Num primeiro nivel, os autores separaram culturas
agricolas de areas ndo-vegetadas, num segundo nivel separaram culturas anuais de
inverno de culturas perenes e, num terceiro nivel, fizeram identificacdo de milho, soja e
girassol. Este estudo da possibilidade de identificacdo de culturas foi realizado com oito
imagens MSS sem nenhuma corregdo atmosférica ou uniformizacdo das imagens. Os
autores somente relatam a potencialidade da andlise do perfil temporal por intérpretes

ou a utilizag&o do equacionamento matemético proposto por Badhwar (1984).

Ouitros trabalhos também analisaram perfis temporais via agoritmos, sem a pretenso e
eguacionamento dos perfis (Figura 2.22) como o trabalho de Lo et a. (1986) com quatro
cenas MSS, analisadas com o agoritmo de distancia minima; Murakami et a. (2001)
com nove cenas HRV/SPOT e Jewell (1989) com quatro cenas do mesmo sensor,
utilizaram o algoritmo de méxima verossimilhanca; Tso e Mather (1999) com sete
imagens SAR/ERS-1, utilizaram as redes de Kohonen. Quanto ao pré-processamento
necess&rio a uniformizacdo das imagens, Lo et al. (1986) ndo menciona nenhum
método, Jewell (1989) apenas relata a caibracdo das imagens com a radiancias
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maximas e minimas recomendadas para o sensor HRV e, somente Murakami et al.

(2001), utilizaram o codigo 6S em todas as datas.

50 + 50 + 250 F
200 200 200 |
150 | 150 150
%]
24
100 100 100
50 | Alfafa 50 | Milho 50 | Pastagem
0 b L L 0 b L L 0
20mai 025junho 5juho 6stembro 20mai 025 unho 5julho 6setembro 20mai 025 unho 5julho 6stembro

FIGURA 2.22 - Perfil temporal do indice RS para afafa, milho e pastagem.
FONTE: Lo et al. (1986, p.539).

Todos esses trabalhos visam a identificacdo das culturas de acordo com a fenologia das
diferentes espécies. Nas fases fenoldgicas ocorrem alteragdes reprodutivas, como
emissdo de flores e vagens, porém nas fases vegetativas, os incrementos de folhas,

tipicos a cada cultura, € o objeto principal de estudo.

Dos diversos elementos componentes do dossel, as folhas sdo as principais unidades de
espal hamento de radiacdo. O IAF, definido como arazdo entre a &rea total dasfolhas e a
area total do terreno amostrada, € um parametro biofisico chave para retratar o

desenvolvimento do dossel agricola (Hall e Badhwar, 1987; Baret e Guyot, 1991; Xin et
a., 2002). Entre os trabalhos citados anteriormente para avaliar a variacéo de IAF

através de indices de vegetacdo, Jewell (1989) utilizou o indice razéo simples (RS), Hall
e Badhwar (1987) o indice Greenness, e Lo et a. (1986) fizeram um estudo
comparativo entre os indices RS e 0 Greenness conseguindo exatidfes de 83,9% e
85,4%, respectivamente. O “greenness’ gerado por Lo et a. (1986) com dados MSS foi

derivado de quatro bandas: verde, vermelho e duas bandas no infravermelho proximo e,
segundo os autores, apesar de agregar mais bandas, o resultado da estimativa néo foi

relevante em relacdo ao indice RS, que agrega apenas vermelho e infravermelho
proximo. A informacéo dos dosséis vegetais, concentrada nessas duas bandas, também é
enfatizada por Tucker (1979) e Wiegand et al. (1991).
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Entre os indices que utilizan a combinagio de vermelho/visivel” e infravermelho
préximo, o Indice de Vegetacio Diferenca Normalizada (NDVI) tem uma utilizacio
bastante aceita e apresenta bons resultados ao descrever a fenologia da vegetacéo
(Justice et a., 1985) ou a fenologia agricola (Benedetti e Rossini, 1993; Xin et a.,
2002). E um indice que pondera bem a informacdo do vermelho e infravermelho
proximo e tem uma boa sensibilidade a vegetacdo esparsa (Myneni et al., 1997). Em
relacdo ao indice RS, o NDVI é mais sensivel a pequenas quantidades de vegetacéo e
radiacdo na faixa do vermelho (Jackson e Pinter Jr. 1986) e menos sensivel as variagoes
da geometria de aquisicéo (Jackson et a., 1990). Uma desvantagem do NDVI € a baixa
sensibilidade as maiores quantidades de vegetacdo (Jackson e Huete, 1991), pois o
indice tende a saturar e ndo responder a variacbes de IAF maiores que trés. Esse
comportamento foi observado em dosséis de soja, trigo e feijdo (Holben et al., 1980;
Asrar et al., 1984; Gleriani, 1994).

Baret e Guyot (1991) executaram 0 modelo SAIL com sete diferentes solos, oito valores
de IAF e nove distribuicdes angulares de folhas, num total de 504 simulacbes de
dosséis. De acordo com os autores, os indices indice de Vegetago Ajustado para o Solo
(SAVI), TSAVI indice de Vegetagio Transformado e Ajustado para o Solo (TSAVI) e
NDVI tendem a saturacéo para um IAF maior que 3. O Unico parametro biofisico que
exibe uma relacdo linear com o NDVI é a fracéo de radiacdo fotossinteticamente
absorvida (FAPAR) (Asrar et a., 1984; Baret e Guyot, 1991; Myneni et al., 1995).

Observa-se que a saturacéo assim como a influéncia quanto a diferentes tipos de solos
ocorre também com outros indices (Qi et al., 1994). Apesar das limitacbes, o NDVI
ainda é bastante utilizado, € de fécil interpretagdo, sendo de uso consagrado pela
comunidade cientifica (Ray, 2000). E um bom indicador do vigor da vegetacdo, indice

de &reafoliar (IAF) e, conseglientemente, fenologia.

" Para calculo do NDVI com dados AVHRR/NOAA a férmula é descrita por muitos autores (Justice et
a., 1985) como: (ch2-chl)/(ch2+chl) ou (VISIVP)/(VIS+IVP). O cana 1 (0,58-0,68mm) do AVHRR

contém aregido do vermelho e parte do verde. O canal 2 (0,725-1,00mm) contém informacgao da regido do
IVP.
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2.8 — Fenologia de Algumas Culturas Agricolas

As fenologias das culturas agricolas encontradas na area de estudo desse trabalho sdo
descritas a seguir.

2.8.1 - Fenologia da Cultura do Sorgo

Segundo Vanderlip e Reeves (1972), o ciclo fenoldgico da cultura do sorgo (Sorghum
bicolor L. Moench), para um cultivar de ciclo médio de 100 dias, pode ser descrito

como a seguir, com a correspondente ilustragdo das fases (Figura 2.23).

FIGURA 2.23 — Estadios fenol 6gicos da cultura do sorgo.
FONTE: Fageria (1989, p.349).
Estadio O - Emergéncia. Nesta fase ocorre a emergéncia do coledptilo.

Estadio 1 — Visivel o colar ou cartucho daterceira folha (aproximadamente 10 dias apos

aemergencia).

Estadio 2 — Visivel o colar da quinta folha (aproximadamente trés semanas apos a

emergéncia).
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Estadio 3 — Diferenciacéo do ponto de crescimento de vegetativo para reprodutivo. A

plantatem de 7 a 10 folhas (30 dias apGs a emergéncia).
Estédio 4 — Rapido alongamento do colmo. Quase todas as folhas estéo desenvolvidas.

Estadio 5 - Emborrachamento. A panicula alcanca 0 seu comprimento maximo dentro

da bainha da folha bandeira.

Estadio 6 — 50% de florago. Nesta fase, 50% das plantas estdo floridas e isto ocorre

aproximadamente 60 dias apds a emergéncia.

Estadio 7 — Leitoso. Aproximadamente 50% da matéria seca dos gréos ja foi acumulada

€ 0 peso do colmo diminui.

Estadio 8 — Pastoso. Aproximadamente ¥ de matéria seca dos gréos ja foi acumulada,

85 dias apds a emergéncia.

Estédio 9 — Maturagéo Fisiologica. Nesta fase os gréos estdo com 22 a 23% de matéria

seca, e a cultura com aproximadamente 95 dias.

2.8.2 - Fenologia da Cultura do Milho

A fenologia da cultura do milho (Zea mays L.) € descrita em 10 estadios segundo (Shaw
e Thom, 1951) citados por Fageria (1989), e esta ilustrada na Figura 2.24.
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FIGURA 2.24 — Estadios fenol 6gicos da cultura do milho.
FONTE: Fageria (1989, p.349).

Estadio O - Emergéncia. Ocorre de 4 a5 dias ap6s o plantio.

Estédio 1 — Visivel o colar da quartafolha. Em cultivares de ciclo em torno de 120 dias,

ocorre proximo do 15 dia ap6s a emergéncia.
Estadio 2 — Visivel o colar da oitavafolha. Ao redor de 30 dias apds a emergéncia.

Estédio 3 — Visivel o colar da décima segunda folha. Nesta fase, que se inicia ao redor

de 40 dias, ocorre um aumento quase linear de massa seca.

Estédio 4 — Visivel o colar da décima sexta folha. Ultimo estadio antes do aparecimento

do pendédo masculino. Ocorre de 55 a 58 dias apds a emergéncia.

Estadio 5 — Primeiras bonecas aparecem entre a décima- segunda e décima quarta folhas.

Esta fase ocorre de aproxiamdamente 65 dias ap0s a emergéncia.

Estadio 6 — Ocorre doze dias ap6s 75% das plantas estarem embonecadas. Espigas estdo

com o tamanho préximo do méximo; inicio da formagdo dos gréos.
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Estédio 7 — Doze dias ap0s 0 estadio anterior. Nesta fase acontece nesta fase um répido

desenvolvimento dos gréos.

Estadio 8 — Doze dias apds 0 estadio 7. Aproximadamente 25% das plantas possuem

gréos com dente.

Estadio 9 — Doze dias apos a fase 8. A taxa de acumulo de matéria seca pela planta

comega a diminuir. Todos 0s gréos estdo dentados.

Estadio 10 — Doze dias ap0s o estédio 9. Plantas com folhas senescentes e ata perda de
umidade.

2.8.3 - Fenologia da Cultura de Feijéao

A cultura de feijdo (Phaseolus wvulgaris L.), em funcdo das diferentes gradacOes
relativas ao porte, distribuicdo de flores e vagens, grau e tipo de ramificagdo pode ser
agru